
Bericht Nr. 151

F ehlertolerante assoziative Sp eicherung

in neuronalen Netzw erk en

No rman Hendrich, Klaus von der Heide

FBI-HH-B-151/ 91

Ap ril 1991

F achb ereich Info rmatik

Universit
•

a t Hamburg

T roplo witzstr. 7

2000 Hamburg 54





Abstract

Neural net w o rks a re b elieved to b e a new pa radigm fo r pa rallel and fault-tolerant compu-

tations. F o r example, the extremly simple spinglass-net w o rks of the Hop�eld-Ga rdner t yp e

ma y b e used as asso ciative memo ries. Simple simulations sho w that these memo ry net w o rks

a re fault-tolerant against dilution of synapses.

In this pap er the \constant stabilit y" mo del is p resented, which allo ws fo r the calculation

of the distribution of stabilities as a function of the concentration of damaged synapses given

the initial distribution of stabilities in the net w o rks. It is therefo re p ossible to p redict the

sto rage p rop erties and the basins of attraction of the net w o rks under the e�ects of damage.

Additional simulations sho w the basins of attraction of damaged and diluted memo ry

net w o rks. The basins of attraction a re found to b e nea rly optimal in diluted net w o rks.

Zusammenfassung

Neuronale Netzw erk e gelten zunehmend als P a radigma f
•
ur fehlertolerante massiv-pa rallele

Info rmationsvera rb eitung. So ist mit den extrem einfachen Netzw erk en des Hop�eld-

Ga rdner T yps fehlertolerante assoziative Sp eicherung m

•

o glich.

In dieser Arb eit wird das

"

constant-stab ilit y \ Mo dell vo rgestellt, mit dem ausgehend

von der Anfangsverteilung der Stabilit

•

aten im Netzw erk die Berechnung der V erteilung der

Stabilit
•
a ten als F unktion des Konzentration zerst

•
orter Synapsen m

•
o glich ist. Damit k

•
onnen

erstmals die Sp eichereigenschaft en und die Einzugsb ereiche in zerst

•

orten Netzw erk en ab-

gesch
•
a tzt w erden.

Mit zus

•

atzlichen Simulationen w erden die Einzugsb ereiche in teilzerst

•

orten und verd

•

u nn-

ten Netzw erk en untersucht. Die Ergebnisse zeigen, da� schon schw ach verd
•
unnte Netzw erk e

fast optimale Einzugsb ereiche b esitzen.





iii

V orw ort

Neuronale Netzw erk e gelten zunehmend als ein neues P aradigma f

•

u r fehlertoleran te

massiv-parallele Informationsv erarb eitung. Zumindest einige der faszinierenden Ei-

gensc haften biologisc her Nerv ensysteme lassen sic h dab ei mit sehr einfac hen Mo dellen

nac h bilden.

So k

•

o nnen Netzw erk e des Hop�eld-Gardner T yps als assoziativ e Sp eic her mit einer

hohen Sp eic herk apazit

•

a t und b etr

•

ac h tlic hen Einzugsb ereic hen dienen. Sc hon einfac he

Sim ulationen zeigen dab ei, da� sic h die Netzw erk e tats

•

a c hlic h als fehlertoleran t ge-

gen

•

u b er der Zerst

•

o rung ihrer sp eic hernden Elemen te | der Synapsen | erw eisen.

In dieser V er

•

o�en tlic h ung wird das

"

constan t-stabilit y \ -Mo dell v orgestellt, mit dem

erstmals die Berec hn ung der statisc hen Sp eic hereigensc haften v on neuronalen Netz-

w erk en un ter teilw eiser Zerst

•

o rung der Synapsen gelingt. Das Mo dell erm

•

oglic h t die

Berec hn ung der V erteilung der Stabilit

•

a ten der gesp eic herten Muster, so da� auc h eine

Absc h

•

atzung der dynamisc hen Eigensc haften der teilzert

•

o rten Netzw erk e gew onnen

w erden k ann.

Die Ergebnisse des

"

constan t-stabilit y \ -Mo dells w erden durc h Sim ulationen an teil-

zerst

•

orten und v erd

•

unn ten Netzw erk en erg

•

a nzt, mit denen die dynamisc hen Eigen-

sc haften v erd

•

unn ter neuronaler Netzw erk e un tersuc h t w erden. Insb esondere erw eisen

sic h die Einzugsb ereic he der gesp eic herten Muster in v erd

•

unn ten Netzw erk en als fast

optimal.

F

•

ur geringe Konzen tration ausgefallener Synapsen sind die Auswirkungen auf die Sp ei-

c hereigensc haften der Netzw erk e w eit geringer als et w a die V erk

•

u rzung der Lernphase.

Die f

•

ur v erf

•

u gbare F ertigungsprozesse t ypisc he Konzen tration ausgefallener T ransisto-

ren liegt w eit un terhalb der v on den Netzw erk en no c h tolerierbaren. Damit wird auc h

die Realisierung sehr gro�er derartiger Netzw erk e als W afer-Scale Sc haltkreise m

•

oglic h.

Die in dieser V er

•

o�en tlic h ung v orgestellten Ergebnisse b eruhen im w esen tlic hen auf der

Diplomarb eit

"

Assoziativ e Sp eic herung und Lernen im Gardner-Mo dell | Sim ulation

und Arc hitekturen der tec hnisc hen Realisierung" v on Norman Hendric h.

Norman Hendric h, Klaus v on der Heide.
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1

1 Einleitung

1.1 Neuronale Mo delle und assoziativ e Sp eic herung

T rotz gro�er Anstrengungen ist es der F orsc h ung auf dem Gebiet der k

•

u nstlic hen In tel-

ligenz bisher n ur in geringem Umfang gelungen, die faszinierenden Leistungen biologi-

sc her Nerv ensysteme mit Computern nac hzuv ollziehen.

Zum einen ist es sehr sc h wierig, aus der Beobac h tung des V erhaltens biologisc her

Systeme auf die zugrundeliegenden Algorithmen zu sc hlie�en und diese auf v erf

•

ugbare

Rec hner umzusetzen. Au�erdem setzt sic h immer mehr die

•

Ub erzeugung durc h, da�

die Leistungen biologisc her Systeme auf massiv er P arallelit

•

a t | sc hon das Gehirn einer

Fliege en th
•
alt mehr als 10

7

Nerv enzellen | und w eniger auf der V erw endung ho c hk om-

plexer Algorithmen b eruhen.

Es liegt daher nahe, die Eigensc haften v on neur onalen Netzen zu un tersuc hen,

also Systemen, die Arc hitekturprinzipien biologisc her Nerv ensysteme k opieren. Die

v erf

•

ugbaren, zum T eil w enig pr

•

a zisen neuroph ysiologisc hen Daten deuten allerdings

auf ein sehr k omplexes V erhalten der einzelnen Nerv enzellen, und

•

ub er das Muster der

V erkn

•

u pfungen zwisc hen den Neuronen gibt es n ur v ereinzelte Angab en.

Es ist deshalb sehr aufw endig und n ur f

•

ur kleine Systeme innerhalb ertr

•

aglic her

Rec henzeiten m

•

o glic h, Netzw erk e aus biologisc h auc h n ur einigerma�en plausiblen Neu-

ronen zu sim ulieren. Der V orteil derartiger Mo dellierung ist, da� die Ergebnisse der

Sim ulationen ev en tuell mit ph ysiologisc hen Daten v erglic hen w erden k

•

onnen.

V on gr

•

o�erer Bedeutung ist daher die Un tersuc h ung v on wirklic h massiv-parallelen

Systemen, in denen jedes einzelne Neuron so einfac h wie m

•

oglic h mo delliert wird und

die Leistung des gesam ten Netzw erks als k ollektiv er E�ekt aller Neuronen en tsteh t.

V on b esonderem In teresse ist dab ei die Besc hreibung assoziativer Sp eicherung , die als

wic h tige F unktion des Cortex im mensc hlic hen Gehirn gilt.

Man �ndet, da� sic h assoziativ e Sp eic herung sc hon mit sehr einfac hen neuronalen

Netzw erk en realisieren l

•

a�t. T ats

•

a c hlic h k

•

o nnen die einzelnen Neuronen so mo delliert

w erden, da� die mathematisc he F orm ulierung der Netzw erk e zur Besc hreibung einer b e-

stimm ten Klasse magnetisc her F estk

•

orp er

•

a quiv alen t ist. Damit k

•

o nnen die m

•

a c h tigen

Metho den der statistisc hen Ph ysik zur Analyse der Mo delle b en utzt w erden.

1.2 Spinglas-Mo delle

Die Besc hreibung ungeordneter Systeme geh

•

ort zu den in teressan testen Herausforde-

rungen der mo dernen Ph ysik. Neb en fraktalen und c haotisc hen Systemen spielen dab ei

die Spingl

•

a ser eine b esondere Rolle. In diesen Mo dellen f

•

ur ungeordnete magnetisc he

F estk

•

orp er w erden die magnetisc hen Momen te der Ionen durc h klassisc he Ising-Spins



2 1 EINLEITUNG

mit den W erten S

i

= � 1 b esc hrieb en, die

•

ub er Kopplungen J

ij

miteinander w ec hselwir-

k en. Da die W erte der Kopplungen dab ei zuf

•

allig aus einer Gau�-V erteilung ausgew

•

a hlt

w erden, b esitzen die Systeme k einen einfac hen Grundzustand und erlaub en ungew

•

ohn-

lic he dynamisc he Ph

•

anomene.

Urspr

•

unglic h zur Erkl

•

arung einiger Anomalien der thermo dynamisc hen Eigensc haf-

ten sp ezieller magnetisc her Legierungen en t wic k elt, steigerte sic h das In teresse an diesen

Mo dellen b eispiellos, als [Hop�eld 82] zeigte, da� sie b esondere k ollektiv e Eigensc haften

en t wic k eln k

•

onnen.

So ist die zeitdiskrete Dynamik eines Spinglases

•

aquiv alen t zur Iteration b estimm ter

paralleler Algorithmen. Gleic hzeitig wies Hop�eld darauf hin, da� die in den Spinglas-

Mo dellen v erw endeten Ising-Spins als abstrakte Mo delle v on Nerv enzellen in terpretiert

w erden k

•

onnen. T ats

•

a c hlic h ist die F unktion eines Ising-Spins (Summation des lok alen

F eldes h =

P

j 6= i

J

ij

S

j

und Spin-Flip S

i

( t + 1) = � S

i

( t ) w enn h < 0) ein, allerdings

•

au�erst abstraktes, Mo dell der klassisc hen ph ysiologisc hen Besc hreibung v on Neuronen.

Die auto-assoziative (inhaltsadressierte) Sp eic herung l

•

a �t sic h b esonders einfac h in

Spinglas-Netzw erk en realisieren. Der Zustand eines Ising-Mo dells mit N Spins wird ja

gerade durc h ein N -Bit W ort ( S

1

; : : : ; S

N

) b esc hrieb en. Die Idee ist, die Grundzust

•

ande

des Spinglases en tsprec hend den gew

•

unsc h ten zu sp eic hernden Mustern zu w

•

ahlen,

indem die Kopplungen geeignet eingestellt w erden. Un ter dem Ein
u� seiner Dynamik

wird das Spinglas v on Zust

•

anden hoher Energie in seine (metastabilen) Grundzust

•

ande

relaxieren; v on den gesp eic herten Zust

•

a nden et w as ab w eic hende Eingangsdaten f S

i

g

w erden un ter der Dynamik in die Muster f S

f

g w andern, F ehler in den Eingangsdaten

dab ei k orrigiert.

Die en tsc heidenden P arameter zur Charakterisierung eines Spinglases als assozia-

tiv er Sp eic her sind daher die Sp eicherkap azit

•

a t , also die Anzahl der Muster, die im

System gesp eic hert w erden k

•

o nnen, so wie die Gestalt und Gr

•

o �e der A ttr aktionsgebiete

um die Muster.

Innerhalb einer sehr kurzen Zeitspanne ist es gelungen, die statistisc he Mec ha-

nik des Hop�eld-Mo dells im Rahmen der mean-�eld Theorie un ter V erw endung des

Replik a-T ric ks zu b erec hnen [Amit et. al. 85 ] [Amit et. al. 87 ]. Dies ist m

•

o glic h, w eil

das Hop�eld-Mo dell die W erte der Kopplungen als F unktion der zu sp eic hernden Mu-

ster explizit v orsc hreibt und daher der Hamiltonop erator analytisc h b ek ann t ist.

Man �ndet, da� ein Hop�eld-Netzw erk mit N Neuronen bis zu P = �

c

N Muster,

mit �

c

� 0 : 138, fast fehlerfrei sp eic hern k ann und da� die A ttraktoren b etr

•

ac h tlic he Ein-

zugsb ereic he b esitzen. Zus

•

atzlic h existieren ab er unerw

•

u nsc h te metastabile Zust

•

ande,

die die Dynamik des Netzw erks b ehindern. Durc h andere W ahl der Kopplungen ge-

lingt es, die Eigensc haften der Netzw erk e zu v erb essern. So erreic h t das Pseudoin v erse-

Mo dell [P ersonnaz et. al. 85] �

c

= 1 : 0.

Die exakte Berec hn ung der maximalen Sp eic herk apazit

•

a t eines neuronalen Netz-

w erks gelang [Gardner 88a ] mit der En t wic klung der statistisc hen Ph ysik im Raum der

Synapsen. F

•

ur das sogenann te sph

•

arisc he Mo dell mit reellw ertigen Synapsen ergibt

sic h �

c

= 2 : 0, w

•

ahrend das neuronale Netzw erk mit bin

•

a ren Synapsen J

ij

= � 1 eine
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Sp eic herk apazit

•

a t v on �

cB

� 0 : 83 erreic h t.

1.3 Aufbau und Ziele dieser Arb eit

F

•

ur die Absc h

•

atzung der T auglic hk eit neuronaler Netzw erk e f

•

ur praktisc he An w endun-

gen als assoziativ e Sp eic her m

•

ussen ab er auc h die dynamisc hen Eigensc haften, insb e-

sondere die Gr

•

o �e und Gestalt der Einzugsb ereic he un tersuc h t w erden. Ein w eiterer

wic h tiger Punkt ist dab ei die F ehlertoler anz der Netzw erk e.

Biologisc he Nerv ensysteme erw eisen sic h als extrem robust gegen den Ausfall einzel-

ner Kopplungen und Neuronen. Dies f

•

uhrt sofort auf die F rage, ob diese F ehlertoleranz

sic h auc h in den neuronalen Mo dellen widerspiegelt. Das ist gerade auc h f

•

u r An w en-

dungen in teressan t: Um die Komplexit

•

a t elektronisc her Sc haltkreise w eiter steigern

zu k

•

onnen, ist es erforderlic h, fehlertoleran te Designs zu v erw enden, damit nic h t der

Ausfall eines einzelnen T ransistors zum Ausfall des gesam ten Sc haltkreises f

•

uhrt.

In dieser Arb eit w erden nac h einer V orstellung der grundlegenden Metho den neu-

ronale Mo delle des Hop�eld-Gardner T yps als assoziativ e Sp eic her im Hin blic k auf die

dynamisc hen Eigensc haften und ihre F ehlertoleranz un tersuc h t. Im einzelnen ist die

Arb eit folgenderma�en strukturiert:

� In Kapitel 2 w erden nac h der De�nition der b en

•

o tigten Mo delle die Konzepte und

Metho den der statistisc hen Mec hanik der Spinglas-Netzw erk e in einer knapp en

Zusammenfassung dargestellt.

Dieses Kapitel k ann damit auc h als eine Einf

•

u hrung in die fundamen talen Kon-

zepte der assoziativ en Sp eic herung mit neuronalen Netzw erk en dienen.

� Daran sc hlie�t sic h in Kapitel 3 die Un tersuc h ung der Einzugsb ereic he in v erd

•

unn-

ten Netzw erk en an.

Nac hdem die b esonderen Probleme b ei der Besc hreibung der dynamisc hen Ei-

gensc haften der Netzw erk e und die wic h tigsten theoretisc hen Mo delle v orgestellt

wurden, w erden die Grundlagen der hier pr

•

asen tierten Sim ulationen b esc hrie-

b en. Diese umfassen die Mo di�k ation der iterativ en Lernregeln zur An w endung

in v erd

•

unn ten Netzw erk en und die Sim ulation v ersc hiedener dynamisc her Re-

geln. Dab ei w erden nat

•

urlic h die parallele und serielle (async hrone) Dynamik

abgedec kt, zus

•

atzlic h ab er auc h eine Dynamik mit memory-terms un tersuc h t.

Die Auswirkungen v on thermisc hem Rausc hen auf die dynamisc hen Eigensc haf-

ten neuronaler Mo delle wurden in v ollst

•

andig v ernetzten Systemen k

•

urzlic h v on

[Nardulli & P asquariello 90] b esc hrieb en.

� Kapitel 4 b eginn t mit einem

•

Ub erblic k

•

ub er die v ersc hiedenen Mo delle f

•

u r F ehler

in neuronalen Mo dellen. Es zeigt sic h, da� die zuf

•

allige Zerst

•

o rung v on Synapsen

ein einfac hes und sinn v olles F ehlermo dell darstellt.

Daran ansc hlie�end wird das

"

constan t-stabilit y \ Mo dell v orgestellt, mit dem es

erstmals gelingt, die V erteilung der Stabilit

•

a ten nac h der zuf

•

alligen Zerst

•

o rung
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v on Synapsen zu b erec hnen und damit die Sp eic hereigensc haften zuv erl

•

assig v or-

herzusagen. Die Einzugsb ereic he k

•

onnen dann aus der V erteilung der Stabilit

•

a ten

im Prinzip mit den in Kapitel 3 v orgestellten Mo dellen b erec hnet w erden.

� Um Probleme mit den Bezeic hn ungen zu v ermeiden, w erden im Anhang A die

b en

•

o tigten Sym b ole in ihrer hier b en utzten Bedeutung erl

•

a utert. Au�erdem �n-

det sic h im Anhang B ein Bew eis der Kon v ergenz der iterativ en Lernregel im

v erd

•

unn ten Netzw erk.



5

2 Theoretisc he Grundlagen

Neuronale Netze ( neur onale Mo del le, neur onale Netzwerke ) sind Systeme zur Informa-

tionsv erarb eitung, deren F unktion durc h das Zusammenspiel einer gro�en Zahl mit-

einander v erkn

•

upfter Prozessoren, der sogenann ten Neuronen, erm

•

oglic h t wird. Damit

w erden einige Arc hitekturprinzipien des (mensc hlic hen) Gehirns k opiert, in der Ho�-

n ung, auc h dessen Leistungen zu erreic hen.

Einen

•

Ub erblic k

•

u b er neuronale Netze geb en das mon umen tale W erk der PDP-

Researc h-Group [McClelland & Rumelhardt 86] und die umfassende Sammlung klassi-

sc her Originalarb eiten v on Anderson und Rosenfeld [Anderson & Rosenfeld 88 ].

Eine deutsc hsprac hige Einf

•

uhrung in die Theorie der hier un tersuc h ten Spinglas-

Netzw erk e ist ab er bisher nic h t ersc hienen, und deshalb ersc hein t eine kurze Zusam-

menfassung grundlegender Resultate und Metho den sinn v oll.

Dieses Kapitel en th

•

alt daher neb en den grundlegenden De�nitionen auc h eine Be-

sc hreibung der wic h tigsten Spinglas-Mo delle und ist in folgende Absc hnitte gegliedert:

� Zun

•

ac hst w erden in Absc hnitt 2.1 der prinzipiell e Aufbau und die F unktion bio-

logisc her Nerv ensysteme grob v ereinfac h t gesc hildert, um einen Eindruc k da v on

zu v ermitteln, w elc he Bauprinzipien biologisc her Nerv ensysteme in

"

neuronale \

Mo delle

•

ub ernommen w erden.

� Daran sc hlie�t sic h in Absc hnitt 2.2 die allgemeine De�nition eines neur onalen

Mo del ls an. Die hier pr

•

asen tierte De�nition h

•

alt sic h eng an die v on der PDP-

Researc h-Group v orgesc hlagene, ist ab er in Details et w as formaler und sc hon auf

die V erw endung der Netzw erk e als assoziativ e Sp eic her ausgeric h tet.

� Nac h der allgemeinen De�nition eines auto-assoziativen Sp eichers , die dem Buc h

v on [Kohonen 84] en tnommen ist, w erden dann die Begri�e Sp eicherkap azit

•

at ,

Einzugsb er eich und Informationskap azit

•

a t erkl

•

a rt. Die Besc hreibung des

"

b est-

matc h \ Algorithm us und des v on Kohonen v orgesc hlagenen linearen Assoziators

liefert zw ei Beispiele f

•

ur assoziativ e Sp eic her.

� Der folgende Absc hnitt 2.4 dien t der V orstellung der Spinglas-Mo delle. Die in

diesen Mo dellen zur Besc hreibung der Neuronen v erw endeten F unktionen sind

•

aquiv alen t zur Besc hreibung b estimm ter magnetisc her F estk

•

o rp er, eb en den so-

genann ten Spingl

•

a sern. Die Struktur der W ec hselwirkungen der Spins f

•

uhrt in

diesen Systemen zu einer sehr gro�en Anzahl metastabiler Grundzust

•

ande. Am

Beispiel des Hop�eld-Mo dells wird erl

•

autert, wie dies ausgen utzt w erden k ann,

um auto-assoziativ e Sp eic herung zu realisieren. Ein einfac hes Argumen t erlaubt

eine erste Absc h

•

atzung der Sp eic herk apazit

•

a t.

� Eine genauere Berec hn ung der Eigensc haften des Hop�eld-Mo dells gelingt mit den

Metho den der statistisc hen Ph ysik. T rotz der im Detail sehr aufw endigen Mathe-

matik ist das Prinzip der Rec hn ungen sehr einfac h und wird im Absc hnitt 2.5 skiz-
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ziert. Die replik a-symmetrisc he L

•

osung der mean-�eld Gleic h ungen liefert f

•

ur das

Hop�eld-Mo dell eine Sp eic herk apazit

•

a t v on �

cH

= � 0 : 138. Eine deutlic he V er-

b esserung der Sp eic herk apazit

•

a t erm

•

oglic h t das eb enso einfac he Pseudoin v erse-

Mo dell, dessen De�nition sic h ansc hlie�t.

� In Absc hnitt 2.6 wird erl

•

a utert, wie mit den Metho den der statistisc hen Ph ysik

auc h die Berec hn ung der optimalen P arameter neuronaler Netzw erk e ausgef

•

uhrt

w erden k ann. Dazu erw eist sic h die Einf

•

u hrung b esonderer P arameter, der soge-

nann ten Stabilit

•

a ten, als not w endig. Die Berec hn ung der optimalen Sp eic herk a-

pazit

•

at wird n ur f

•

ur das Spinglas-Mo dell mit reellw ertigen Kopplungen skizziert,

k ann ab er analog auc h f

•

ur Mo delle mit bin

•

a ren o der in teger-k o dierten Kopplun-

gen angew endet w erden.

Die Konstruktion der v on den Rec hn ungen v orausgesetzten Kopplungsmatrizen

gelingt mit iterativ en Lernregeln, die hier zun

•

ac hst n ur knapp b esc hrieb en w erden.

Eine gr

•

undlic he Diskussion der Lernalgorithmen mit dem Bew eis der Kon v ergenz

auc h in v erd

•

unn ten Netzw erk en �ndet sic h im Anhang B.

2.1 Strukturen biologisc her Informationsv erarb eitung

In diesem Absc hnitt soll ohne jeden Anspruc h auf V ollst

•

a ndigk eit der Aufbau v on

Nerv ensystemen kurz skizziert w erden, um eine Andeutung da v on zu v ermitteln, w el-

c he Strukturen der biologisc hen Systeme in die mathematisc hen Mo delle neuronaler

Netzw erk e

•

u b ernommen w erden. Eine Besc hreibung der neuroanatomisc hen und bio-

c hemisc hen Grundlagen v on Nerv ensystemen �ndet sic h et w a in den B

•

u c hern v on

[Alb erts et. al. 83 ] und [Katz 87 ].

Die Nerv ensysteme aller h

•

oheren Tiere sind aus einer gro�en Anzahl sp ezieller Zel-

len, den Neuronen, aufgebaut. Das mensc hlic he Gehirn zum Beispiel en th

•

alt et w a 10

10

dieser Zellen. Nac h der klassisc hen Theorie der Informationsv erarb eitung in biologi-

sc hen Systemen wird jedes Neuron zun

•

a c hst durc h n ur einen P arameter, sein Mem-

br anp otential , b esc hrieb en. Durc h aktiv en Ionen transp ort baut jedes Neuron in seinem

Zellk

•

o rp er im Ruhezustand ein P oten tial v on et w a � 70 mV gegen

•

u b er dem Zellzwi-

sc henraum auf.

Das Neuron empf

•

angt elektro c hemisc he Impulse v on anderen Neuronen an sp ezi-

ellen Strukturen, den Synapsen , und leitet diese Signale

•

u b er einen v er

•

astelten Baum

v on Dendriten zum Zellk

•

o rp er. Die eink ommenden Signale v er

•

a ndern das Mem branp o-

ten tial des Neurons. Sobald dieses einen Schwel lwert v on et w a � 50 mV

•

ub ersc hreitet,

•

o�nen sic h Ionenk an

•

a le in der Zellmem bran und bringen die Zelle kurzzeitig auf ein

P oten tial v on et w a +20 mV . Dieser Ausgangsimpuls v on et w a 1 msec Dauer, das A k-

tionsp otential , breitet sic h dann en tlang einer F ortsetzung des Zellk

•

orp ers, dem Axon ,

aus. Ein Axon k ann durc haus eine b etr

•

ac h tlic he L

•

ange erreic hen, b ei p eripheren Neu-

ronen zum Beispiel bis zu 1m, b ev or es sic h baumartig v erzw eigt und Synapsen mit

den dort v orhandenen Dendriten anderer Neuronen ausbildet.
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Ein einzelnes Neuron k ann Synapsen mit 100 bis 100 000 anderen Neuronen b esitzen

und seine Aktionsp oten tiale

•

ub er die V erzw eigungen seines Axons an eb enso viele Neu-

ronen v ermitteln. Ein Aktionsp oten tial f

•

uhrt an den Synapsen zur Aussc h

•

u ttung der

sogenann ten Neur otr ansmitter aus dem Axon. Diese w erden an der empfangenden Ner-

v enzelle v on gro�en Eiw ei�molek

•

u len, den R ezeptor en , aufgenommen. Die Rezeptoren

wiederum steuern die Durc hl

•

assigk eit v on Ionenk an

•

a len im Dendriten und b eein
ussen

damit das Mem branp oten tial der empfangenden Zelle.

Mindestens zw ei Arten v on Synapsen m

•

ussen in biologisc hen Systemen un tersc hie-

den w erden: Excitorische wirk en erregend, inhibitorische hemmend auf die empfan-

gende Zelle. Die Details der Summation der empfangenden Aktionsp oten tiale in den

Dendriten sind allerdings n ur sehr sc h wierig zu messen.

Deshalb wird meistens die diskrete Zeitstruktur der Aktionsp oten tiale v er-

nac hl

•

a ssigt. Statt dessen wird angenommen, da� das Mem branp oten tial am Zellk

•

o rp er

als Summe der zeitgemittelten Eingangssignale gebildet w erden k ann.

Die mittlere Aktivit

•

at eines Neurons wird dann durc h seine F euerfr e quenz b esc hrie-

b en, das ist die F requenz, mit der das Neuron Aktionsp oten tiale am Axon erzeugt.

Biologisc he Neuronen sind nic h t bin

•

a r (aktiv o der inaktiv), sondern zeigen

•

ub er w eite

Bereic he der Eingangssignale das V erhalten eines Spann ungs-F requenz-W andlers zwi-

sc hen einer minimalen R uhefr e quenz und einer Maximalfrequenz.

Es ist bisher nic h t gelungen, in den Neuronen sp ezielle Strukturen zu en tdec k en,

die f

•

ur Informationssp eic herung dienen k

•

o nn ten: Information wird o�en bar nic h t lok al

in den Neuronen gesp eic hert.

Vielmehr wird die Information in der St

•

a rk e der Kopplungen zwisc hen den Neuronen

k o diert | daher auc h der Name

"

k onnektivistisc he Mo delle \ . Es gibt Hin w eise darauf,

da� sic h die St

•

a rk e der Kopplungen b eim Lernen durc h die V er

•

anderung der Zahl der

Rezeptoren in der synaptisc hen Mem bran der empfangenden Zelle einstellt.

Grundlegend daf

•

ur ist die Hebb'sc he Hyp othese, da� der W ert der synaptisc hen

Kopplung zwisc hen zw ei Neuronen v erst

•

a rkt wird, w enn b eide Neuronen h

•

au�g gleic h-

zeitig aktiv sind. Dies ist plausib el, w eil die mittlere Aktivit

•

at der Neuronen sehr

gering ist | im Gehirn zeigen im Zeitmittel w eniger als 0 : 1% aller Neuronen eine hohe

Aktivit

•

a t. Eine deutlic h h

•

ohere Aktivit

•

at der Neuronen k ann n ur b ei Krankheiten

(Epilepsie) b eobac h tet w erden.

Realistisc he Mo delle v on biologisc hen Neuronen, die auc h deren Zeitv erhalten b e-

ac h ten, b estehen aus Systemen v on In tegralgleic h ungen [Heiden 80 ] und sind mathe-

matisc h n ur
•
a u�erst sc h w er zu analysieren.

Zudem zeigen einige neuere Befunde, da� Nerv enzellen ein no c h k omplexeres V er-

halten b esitzen, als nac h dem klassisc hen Mo dell zu erw arten w ar. So k

•

onnen z. B.

durc haus auc h R

•

u c kwirkungen v on Dendriten auf Axone o der direkte Synapsen zwi-

sc hen Dendriten b eobac h tet w erden.
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2.2 De�nition

"

neuronales Netz \

Neuronale Mo delle

•

u b ernehmen v on biologisc hen Systemen die gro�e Anzahl relativ ein-

fac her Prozessoren, die jew eils n ur eine einzige Op eration b erec hnen, daf

•

ur ab er stark

miteinander v erkn

•

uft sind. Da die Details neuronaler Mo delle sic h stark un tersc hei-

den k

•

o nnen, de�nieren wir en tsprec hend [McClelland & Rumelhardt 86](Chapter 2)

ein neuronales Netz durc h folgende Eigensc haften, w ob ei allerdings im Hin blic k auf die

Automaten theorie sc hon eine diskrete Zeit eingef

•

u hrt wird:

� Eine Menge v on N Prozessoren (den Neuronen). Jedes Neuron wird gek ennzeic h-

net durc h die Angab e folgender F unktionen:

� Ein Muster der V erkn

•

u pfungen (Synapsen) zwisc hen den Neuronen, dessen T op o-

logie b esc hrieb en wird durc h die c onne ctivity matrix C mit c

ij

2 f 0 ; 1 g . W enn eine

V erbindung v on Neuron j nac h Neuron i existiert (d. h. c

ij

= 1), gibt der W ert

J

ij

der Kopplungsmatrix J deren St

•

ark e an. Die W ertemenge der Kopplungen

ist zun

•

a c hst b eliebig,

•

ublic herw eise sind die J

ij

reellw ertig.

� Aktivierungsfunktionen a

i

( t; S; J

i

) 2 R , die b esc hreib en, wie die synaptisc hen

Inputs c

ij

J

ij

� S

j

( t ), die das Neuron i zur Zeit t erreic hen, v on diesem addiert

bzw. in tegriert w erden. Die einfac hste, biologisc h motivierte W ahl ist a

i

( t ) =

P

j 6= i

c

ij

J

ij

S

j

( t ).

� Ausgangsfunktionen (

•

U b ertragungsfunktionen) f

i

( t; a

i

), die den neuen Zustand

S

i

( t + 1) 2 R des Neurons aus dem jew eiligen W ert seiner Aktivierungsfunk-

tion a

i

( t ) b erec hnen: S

i

( t + 1) = f

i

( t ). W

•

ahrend zur Besc hreibung biologisc h

motivierter Systeme oft reelle W erte f

•

ur die S

i

zugelassen w erden, ist in den

Spinglas-Mo dellen die W ahl S

i

2 f� 1 ; +1 g

•

ublic h.

� Einen Zustand des Netzes zur Zeit t ; das ist der V ektor f S g aus den Zust

•

a nden

S

i

( t ) = f

i

( t � 1), i = 1 : : : N .

� Eine Dynamik, die b esc hreibt, zu w elc hem Zeitpunkt ein Neuron seine Aktivie-

rungsfunktion b erec hnet und w ann es den W ert seiner Ausgangsfunktion an die

anderen Neuronen w eitergibt. V erz

•

o gerungen b ei der

•

Ub ertragung der Zust

•

a nde

S

i

w erden nic h t mo delliert.

� Eine Lernregel, die die

•

Anderung der W erte der Kopplungen (und evtl. der

Konnektivit

•

a t) als F unktion der Zust

•

a nde des Netzes b esc hreibt. J

ij

( t + 1) =

J

ij

( t ) + � J

ij

( t; J

i

; S ). Die Lernregel sollte lok al in Bezug auf die Neuronen sein,

J

ij

darf daher nic h t v on J

lj

abh

•

angen.

� Eine

"

Um w elt \ , in der das Netz arb eiten soll. Diese gibt insb esondere Anfangs-

w erte S

i

( t = 0) und J

ij

( t = 0) v or.
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Auc h n ur einigerma�en realistisc he Mo delle f

•

u r biologisc he Neuronen erfordern sehr

k omplexe F unktionen a

i

, f

i

: : : , so da� sic h

•

ub er ganze Netzw erk e aus derartigen Neu-

ronen k aum allgemeine Aussagen form ulieren lassen. Deshalb w erden f

•

u r die P arameter

und F unktionen in relev an ten neuronalen Mo dellen einfac he Annahmen gemac h t, die

mehr o der w eniger auc h biologisc h motiviert sind.

Im F olgenden w erden aussc hlie�lic h die sogenann ten Spinglas-Netze b etrac h tet. Die

Op erationen des einzelnen Neurons w erden dab ei sehr einfac h gew

•

a hlt (insb esondere

sind die F unktionen a

i

, f

i

und die J

ij

nic h t explizit zeitabh

•

angig), und die Ausw ahl der

v om gesam ten Netzw erk zu erbringenden F unktion erfolgt n ur durc h die en tsprec hende

Einstellung der synaptisc hen Kopplungen. Mit derartigen Mo dellen wird daher un ter-

suc h t, wie w eit die F unktionen v on Nerv ensystemen erkl

•

art w erden k

•

onnen, w enn n ur

die Synapsen durc h Lernen v er

•

andert w erden.

2.3 Assoziativ e Sp eic herung

2.3.1 De�nition

"

assoziativ e Sp eic herung \

Ein assoziativ er Sp eic her ist ein System mit Eingangssignalen � = ( �

1

; �

2

; : : : ; �

n

) 2 A

n

und Ausgangssignalen � = ( �

1

; �

2

; : : : ; �

n

) 2 B

n

, w ob ei die W ertemengen A und B

zun

•

a c hst b eliebig (insb esondere A = R o der A = f 0 ; 1 g ) sind.

Sei X = f �

(1)

; �

(2)

; : : : ; �

( P )

g eine Menge v on Eingangsv ektoren und Y =

f �

(1)

; �

(2)

; : : : ; �

( P )

g eine Menge v on Ausgangsv ektoren. Das System implementiert

assoziative Sp eicherung , w enn es folgende Zuordn ung ausf

•

uhrt:

�

(1)

� ! �

(1)

; �

(2)

� ! �

(2)

; : : : ; �

( P )

� ! �

( P )

:

Ein Sp ezialfall ist der auto-assoziativ e Sp eic her (o der inhaltsadr essierte Sp eic her),

desssen Aufgab e es ist, zu gest

•

o rten o der un v ollst

•

andigen Eingab edaten das originale

Datum zu ermitteln. Zum Beispiel soll der Sp eic her einen Ein trag wie

"

S. Kirkpatric k

and D. Sherrington, Phys. R ev. B 17, 4384 (1978) \ sc hon aus stark v er

•

a nderten Ein-

gab en wie

"

Kirkpatric k 1978 \ wieder�nden. Auto-assoziativ e Sp eic herung gilt als eine

wic h tige F unktion des Cortex im mensc hlic hen Gehirn.

De�nition 2.1 [Kohonen 72] An ideal autoasso ciativ e memory is a system whic h holds

copies of distinct input signal sets �

( � )

; � = 1 ; 2 ; : : : ; P in its in ternal state, and pro duces

the cop y of a particular set x

( r )

= ( �

( r )

1

; �

( r )

2

; : : : ; �

( r )

n

) ; r 2 f 1 ; 2 ; : : : ; P g to the output,

whenev er (in the recall mo de) the inputs are exited b y a set of signals � = ( �

1

; �

2

; : : : ; �

n

)

in whic h a sp eci�ed subset of the v alues �

i

matc hes the corresp onding subset of the �

( r )

i

.

Die Kapazit

•

at des Sp eic hers wird daran gemessen, wie viele v ersc hiedene Daten

(Muster) er sp eic hern k ann und wie gut un v ollst

•

andige Eingab em uster zu den am b esten

passenden gesp eic herten Mustern erg

•

a nzt w erden k

•

onnen.

F

•

ur die in dieser Arb eit un tersuc h ten Spinglas-Mo delle gilt A = f� 1 ; +1 g , und

die Anzahl der Neuronen ist n = N . Dies wird f

•

ur die folgenden De�nitionen f

•

ur die

Sp eic herk apazit

•

a t und die Einzugsb ereic he ausgen utzt:
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De�nition 2.2 Die Sp eic herk apazit

•

a t eines assoziativ en Sp eic hers ist die Anzahl P

der Muster ( N -bit W orte), die gesp eic hert w erden k

•

onnen. F

•

ur Spinglas-Mo delle ist es

•

ublic h, den Quotien ten � = P = N anzugeb en.

De�nition 2.3 F

•

ur jedes gesp eic herte Muster �

�

wird sein Einzugsb ereic h (o der A t-

traktionsgebiet) b esc hrieb en durc h den mittleren Mindest

•

u b erlapp m

c

= N

� 1

P

j

�

r

j

�

�

j

,

den T estm uster �

r

mit diesem Muster hab en m

•

ussen, um als Ausgangssignal das Muster

�

�

zu liefern.

Es ist zu b eac h ten, da� die Sp eic herk apazit

•

a t nic h t direkt mit der sogenann ten

Informationskap azit

•

at des assoziativ en Sp eic hers zusammenh

•

angt. Die Informationsk a-

pazit

•

at ist die Summe

•

ub er die in allen gesp eic herten Mustern en thaltene Information.

F

•

ur k orrelierte bin

•

a re Muster, die eine

"

Magnetisierung \ a = N

� 1

P

j

�

j

6= 0 aufw eisen

(siehe auc h Gleic h ung (18)), gilt

I =

N � P

ln 2

�

h

1

2

�

1 + a

�

ln

�

1

2

(1 + a )

�

+

1

2

�

1 � a

�

ln

�

1

2

(1 � a )

�

i

: (1)

2.3.2 Der Algorithm us f

•

ur auto-assoziativ e Sp eic herung

Die Konstruktion eines Algorithm us f

•

ur auto-assoziativ e Sp eic herung ist trivial. Die

gew

•

unsc h ten Muster �

�

w erden in einem Arra y gesp eic hert. Ein Eingab em uster �

( r )

wird dann nac heinander mit allen gesp eic herten Mustern v erglic hen und dem gesp ei-

c herten Muster mit dem gr

•

o �ten

•

U b erlapp zugeordnet. Gem

•

a � der De�nition 2.3

v erf

•

ugt dieser Algorithm us daher

•

ub er maximale Einzugsb ereic he der gesp eic herten

Muster. Die Durc hf

•

uhrung dieses Algorithm us erfordert pro zugeordnetem Muster

O ( P � N ) Op erationen (Additionen und Multiplik atione n, f

•

ur P Muster der L

•

ange N

Bit). Nat

•

urlic h k

•

onnen die V ergleic he parallel durc hgef

•

uhrt w erden. Der Sp eic herb e-

darf b etr

•

agt eb enfalls O ( P � N ) Bit.

2.3.3 Lineare Neuronen, der linare Assoziator

Lineare Neuronen w erden v on Kohonen [Kohonen 84 ] ausf

•

uhrlic h diskutiert. Die Akti-

vierungsfunktion der Neuronen ist linear, a

i

( t ) =

P

j

J

ij

� s

j

, f

•

ur die Ausgangsfunktion

der Neuronen wird f

i

( a

i

) = a

i

gew

•

ahlt, und die Dynamik des Netzes ist zeitdiskret und

parallel, S ( t + 1) = J � S ( t ). Diese Systeme k

•

onnen bis zu N linear unabh

•

a ngige Muster

lernen, w enn die Delta-Lernregel

� J

ij

= � ( t

i

� a

i

) a

j

b en utzt wird. Dab ei w erden die Synapsen so ge

•

a ndert, da� die Di�erenz zwisc hen

Ausgangssignal a

i

und Sollsignalen t

i

prop ortional zu einem P arameter � v erkleinert

wird.

Eingangsm uster, die eine Lineark om bination v ersc hiedener gesp eic herter Muster

darstellen (et w a e

i

= 0 : 6 t

(1)

i

+ 0 : 4 t

(2)

i

), f

•

uhren ab er auc h im Ausgangssignal zu dieser
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Lineark om bination: Lineare Mo delle k

•

onnen sic h nic h t f

•

ur ein Ausgangssignal en tsc hei-

den. Daraus resultiert der Mangel der linearen Netze, b estimm te einfac he F unktionen

(z. B. die X OR-F unktion, P arit

•

atsfunktionen) nic h t realisieren zu k

•

o nnen.

Deshalb w erden in v erb esserten Mo dellen immer Neuronen mit nic h tlinearen Aus-

gangsfunktionen v erw endet.

2.4 Spingl

•

aser und das Hop�eld-Mo dell

Als Spingl

•

a ser w erden Legierungen b ezeic hnet, die magnetisc he Ionen v erd

•

unn t und

ungeordnet in einer nic h tmagnetisc hen Matrix en thalten, z. B. Au

1 � x

F e

x

. Die W ec hsel-

wirkung der magnetisc hen Ionen (Spins) oszilliert als F unktion des Abstandes zwisc hen

ferromagnetisc her und an tiferromagnetisc her Kopplung (RKKY-W ec hselwirkung). Da

die magnetisc hen Ionen nic h t regelm

•

a�ig, sondern zuf

•

allig in das Gitter der Matrix-

substanz eingebaut und die Abst

•

ande der Ionen daher sto c hastisc h v erteilt sind, treten

so w ohl ferro- als auc h an tiferromagnetisc he Kopplungen auf. Die Spins v ersuc hen sic h

so auszuric h ten, da� m

•

oglic hst viele Kopplungen erf

•

ullt sind, es bleib en ab er immer

einige Kopplungen

"

frustriert \ . In derartigen Systemen gibt es eine gro�e, mit der

Zahl der Spins exp onen tiell w ac hsende, Anzahl lok aler (im Phasenraum) Minima der

Energie. F

•

ur Details sei auf den umfangreic hen Review v on [Binder & Y oung 86 ] und

das Buc h v on [M � ezard, P arisi & Virasoro 87 ] v erwiesen.

2.4.1 Ising-Spingl

•

a ser

Die quan tenmec hanisc he Behandlung dieser ungeordneten Systeme ist aussic h tslos k om-

pliziert, so da� zur theoretisc hen Besc hreibung der Systeme zun

•

ac hst auf Ising-Mo delle

mit klassisc hen Spins S

i

= � 1 v ereinfac h t wird.

Der Phasenraum eines Systems mit N Spins b esteh t dann aus den 2

N

Zust

•

anden, die

den Einstellungen f S g = f� S

1

; � S

2

; : : : ; � S

N

g en tsprec hen. Die Energie des Systems

ist

E = �

1

2

X

i;j

J

ij

S

i

S

j

;

w ob ei J

ij

die W ec hselwirkung v on Spin j auf Spin i b esc hreibt. Im

"

in�nite ranged \

Mo dell v on Sherrington und Kirkpatric k [Kirkpatric k & Sherrington 78 ] et w a w
•
a hlt

man zuf

•

allige Kopplungen J

ij

mit Mittelw ert h J

ij

i = 0 und h J

2

ij

i = 1 = N .

Zust

•

a nde lok al minimaler Energie sind solc he, deren Energie sic h durc h Umklapp en

irgendeines Spins erh

•

oh t. Dazu m u� jeder Spin parallel zu seinem lok alen F eld stehen:

S

i

= sgn(

P

j

J

ij

S

j

). Diese metastabilen Zust

•

a nde sind daher Fixpunkte un ter einer

Dynamik, b ei der die Spins v oneinander unabh

•

angig einzeln umgeklappt w erden und

w erden durc h Barrieren h

•

oherer Energie v oneinander getrenn t.

Ein Spinglas k ann daher b ei Abk

•

uhlung T ! 0 k einen eindeutigen Grundzustand

erreic hen, sondern wird abh

•

angig v on seiner V orgesc hic h te in eines der vielen, fast
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en tarteten T

•

a ler der Energie w andern: Bei tiefen T emp eraturen wird das System in


ac hen Minima kurz gefangen, k ann tiefere T

•

a ler ab er n ur sehr langsam v erlassen.

Exp erimen tell �ndet man deshalb ein ganzes Sp ektrum v on Relaxationszeiten.

W egen der langen Relaxationszeiten erreic hen die Systeme in endlic hen Zeiten k ein

thermisc hes Gleic hgewic h t, sie sind nic h tergo disc h. Die An w endung der Metho den der

Gleic hgewic h tsthermo dynamik und sp ezieller Rec hen tric ks (Replik a-T ric k) ist deshalb

nic h t unproblematisc h.

2.4.2 Das Hop�eld-Mo dell

W enn das Spinglas v on einer Anfangsk on�guration f S

i

g mit hoher Energie ausgehend

relaxiert, durc hl

•

a uft es eine Reihe v on Zust

•

a nden und setzt sic h f

•

ur T ! 0 in einem

der b enac h barten tiefen lok alen Minima fest, gek ennzeic hnet durc h eine metastabile

Endk on�guration f S

f

g seiner Spins.

Damit funktioniert das Spinglas wie ein auto-assoziativ er Sp eic her, der die Zust

•

a nde

f S

f

g sp eic hert und un v ollst

•

andige Eingab edaten f S

i

g erg

•

anzen k ann. Das Problem b e-

steh t jetzt darin, die Kopplungen J

ij

zwisc hen den Spins so zu w

•

ahlen, da� die zu

sp eic hernden Muster (Kon�gurationen) die tiefsten Energien erhalten und als A ttrak-

toren wirk en.

Hop�eld sc hlug v or [Hop�eld 82], die Hebb-Lernregel [Anderson & Rosenfeld 88] f

•

ur

die Einstellung der Kopplungen zu v erw enden, um P = � � N Muster �

�

i

, ( i = 1 ; : : : ; N ,

� = 1 ; : : : ; P ) zu sp eic hern. Dab ei sollen die Muster mittlere Aktivit

•

at aufw eisen, also

die W erte +1 und � 1 gleic h h

•

au�g en thalten.

Die Hebb-Regel lautet in diesem F all f

•

u r i 6= j

J

ij

=

1

N

P

X

� =1

�

�

i

�

�

j

; i; j = 1 ; : : : ; N ; (2)

und f

•

ur die Selbstk opplungen wird J

ii

= 0 gefordert.

Als Dynamik der N Neuronen S

i

= � 1 dien t ein T = 0 Mon te-Carlo Proze� (zum

Zeitpunkt t + i= N wird ein Spin i ausgew

•

a hlt und neu eingestellt):

S

i

( t + i= N ) = sgn

�

X

j 6= i

J

ij

S

j

�

t + ( i � 1) = N

�

�

: (3)

Ein

•

a hnlic hes Mo dell wurde sc hon 1974 v on [Little 74 ] v orgesc hlagen, allerdings mit

einer parallelen (sync hronen) Dynamik

S ( t + 1) = sgn

�

X

j 6= i

J

ij

S

j

( t )

�

; (4)

b ei der alle Neuronen gleic hzeitig neu ausgeric h tet w erden. Die W ahl der Dynamik

zeigt drastisc he Auswirkungen auf das V erhalten des Mo dells. Dies wird in Kapitel 3

ausf

•

uhrlic h un tersuc h t.
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Das v orgestellte Mo dell b esc hreibt bisher o�en bar ein Spinglas mit einer b esonderen

W ahl der Kopplungen gem

•

a� (2). Gleic hzeitig gen

•

u gt das System ab er v ollst

•

andig auc h

der allgemeinen De�nition eines neuronalen Mo dells. Das wird sofort deutlic h, w enn f

•

ur

die Aktivierungsfunktion a

i

( t ) =

P

j 6= i

J

ij

S

j

( t ), die Ausgangsfunktion f

i

= sgn( a

i

( t )),

so wie f

•

u r die Lernregel die V orsc hrift (2) gew

•

a hlt wird.

2.4.3 Absc h

•

a tzung der Sp eic herk apazit

•

a t

Eine einfac he Absc h

•

atzung der lok alen F elder der Neuronen zeigt, w arum das Spinglas

mit den Kopplungen J

ij

gem

•

a� (2) als assoziativ er Sp eic her dienen k ann: Im Zustand

�

�

i

wirkt auf das Neuron i das F eld

h

i�

=

1

N

X

j 6= i

P

X

� =1

�

�

i

�

�

j

�

�

j

=

1

N

�

( N � 1) �

�

i

+

X

j 6= i

X

� 6= �

�

�

i

�

�

j

�

�

j

�

: (5)

Der erste T erm ist ein Signalterm, der das gew

•

unsc h te Muster stabilisiert. Der Rausc h-

term b esteh t aus unk orrelierten Summanden mit W ert � 1, k ann also durc h eine Gau�-

V erteilung mit einer V arianz v on et w a � �

p

P = N appro ximiert w erden. Das Muster �

�

i

wird daher gesp eic hert sein, w enn der Signalterm den Rausc h term

•

u b erwiegt, solange

also P � �N mit � = O (1) o der kleiner ist.

Die Leistung des Systems als assoziativ er Sp eic her h

•

angt dann v on folgenden F ak-

toren ab:

� Der Sp eic herk apazit

•

a t, also der maximalen Anzahl P = � � N v on Mustern, die

sic h stabil im Netzw erk sp eic hern lassen.

� Der Gr

•

o �e der Einzugsb ereic he um die gesp eic herten Zust

•

ande.

� Der Zahl und den Eigensc haften v on zus

•

a tzlic hen, dynamisc h stabilen ab er un-

erw

•

unsc h ten Zust

•

anden. (

"

spurious states \ )

Mit Sim ulationen k onn te Hop�eld zeigen, da� das System mit der Hebb-Lernregel

bis zu � � 0 : 15 Muster sic her und mit b etr

•

ac h tlic hen Einzugsb ereic hen sp eic hern (mit

w eniger als 1% F ehlern in den Mustern) und r

•

uc krufen k ann. Ob erhalb v on � � 0 : 15

gelingt es nic h t mehr, die Muster zu sp eic hern.

2.5 Statistisc he Mec hanik des Hop�eld-Mo dells

Die einfac he Gestalt des Hamiltonop erators | durc h die Hebb-Lernregel lassen sic h die

J

ij

direkt angeb en | gestattet es, f

•

u r das Hop�eld-Mo dell auc h analytisc he Aussagen

•

ub er die Struktur der gesp eic herten Zust

•

ande zu gewinnen. Bahn brec hend w aren dazu

die Arb eiten v on Amit, Gutfreund und Somp olinsky [Amit et. al. 85 ], [Amit et. al. 87],

in denen das Hop�eld-Mo dell f

•

ur endlic he Zahl v on gesp eic herten Mustern, so wie f

•

ur

endlic hes � im Rahmen der mean-�eld Theorie mit dem Replik a-T rick analysiert wird.
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2.5.1 Die L

•

o sung des Hop�eld-Mo dells

Das Hop�eld-Mo dell wird durc h den Hamiltonop erator

H = �

1

2

X

i;j

�

1

N

X

�

�

�

i

�

�

j

�

S

i

S

j

; (6)

mit den �

�

i

als unabh

•

a ngigen, unk orrelierten ( h �

�

i

i

i

= 0) Zufallsv ariablen b esc hrieb en.

Der Hamilton-Op erator l

•

a �t sic h auc h f

•

u r endlic he T emp eraturen � = 1 =T v erw en-

den (

•

aquiv alen t einem Rausc hen in den Ausgangssignalen der Neuronen). Die V ertei-

lung der Kon�gurationen f S g relaxiert in diesem F all gegen eine Gibbs-V erteilung

P f S g / exp

�

� � H f S g

�

: (7)

Die Stabilit

•

a t einer Kon�guration gegen alle

"

single spin 
ips \ ist f

•

ur T > 0 nat

•

urlic h

nic h t mehr f

•

ur ihre dynamisc he Stabilit

•

a t ausreic hend.

Da die Kopplungen symmetrisc h sind ( J

ij

= J

j i

), ist die Hamilton-F unktion gleic h-

zeitig eine Ljapuno vfunktion f

•

ur die Energie: W

•

a hrend der Zeiten t wic klung nimm t

die Energie des Systems st

•

andig (f

•

u r T > 0 w enigstens im Mittel) ab, bis ein (tiefer)

metastabiler Zustand erreic h t ist.

Die freie Energie pro Spin k ann mit dem Replik a-T rick b erec hnet w erden,

f = lim

n ! 0

lim

N !1

� 1

� nN

�

hh Z

n

ii � 1

�

: (8)

Die Sc hreib w eise hh : : : ii steh t f

•

ur die Mittelung

•

ub er die V erteilung der f �

�

i

g , die als

quenche d aver age zu v erstehen ist: die Mittelung darf nic h t in der Zustandssumme

ausgef

•

uhrt w erden, sondern n ur in der freien Energie, da die �

�

i

k eine dynamisc hen

V ariable sind.

Die Berec hn ung v on

hh Z

n

ii =

D D

T r

S

� exp

h

�

2 N

X

ij ��

( �

�

i

S

�

i

)( �

�

j

S

�

j

) �

1

2

� pn + �

X

�

h

�

X

i�

�

�

i

S

�

i

i E E

(9)

gelingt mit Gau�-T ransformationen zur En tk opplung der Neuronen S

i

. Es w erden die

Ordn ungsparameter m

�

�

= N

� 1

hh

P

i

�

�

i

h S

�

i

i ii , der Edw ards-Anderson P arameter q

��

=

hh N

� 1

P

i

h S

�

i

ih S

�

i

i ii und Lagrange-Multiplik atoren r

��

= �

� 1

P

�N

� = s +1

hh m

�

�

m

�

�

ii ein-

gef

•

uhrt. Das In tegral in (9) k ann dann im Limes N ! 1 mit einer Sattelpunktsin-

tegration b erec hnet w erden. Der replik a-symmetrisc he Ansatz ( m

�

�

= m

�

, q

��

= q

und r

��

= r ) f

•

uhrt dann auf folgende Gleic h ungen f

•

u r die Ordn ungsparameter

[Amit et. al. 87],

m

�

=

Z

d z

p

2 �

e

�

1

2

z

2

hh �

�

tanh �

�

p

�r z + ( ~m +

~

h ) �

~

�

�

ii

q =

Z

d z

p

2 �

e

�

1

2

z

2

hh tanh

2

�

�

p

�r z + ( ~m +

~

h ) �

~

�

�

ii

r = q = (1 � � + � q )

2

: (10)
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Die L

•

osung dieser Gleic h ungen liefert un ter anderem die folgenden wic h tigen Ergeb-

nisse:

F

•

ur � < �

c

H

= 0 : 138 sind die Sollm uster stark mit b estimm ten Energieminima

des Systems, den sogenann ten r etrieval states , k orreliert, es gilt m ( �

c

H

) > 0 : 967 und

m ( � � 0) = 1 : 0. Un terhalb v on � = 0 : 051 sind diese Zust

•

a nde die globalen Minima

der Energie. Bei � = �

c

H

v ersc h windet der

•

Ub erlapp der en tsprec henden Zust

•

a nde mit

den Sollm ustern disk on tin uierlic h (auf m = 0), ob erhalb v on � > 0 : 138 ist also k eine

Sp eic herung m

•

oglic h.

Zus

•

a tzlic h existieren f

•

ur alle W erte v on � mit den Sollm ustern unk orrelierte

Spinglas-Zust

•

a nde, die f

•

ur � > 0 : 051 die Rolle der globalen Minima v on E

•

u b ernehmen.

Die replik a-symmetrisc he L

•

osung der Gleic h ungen ist nic h t stabil, der E�ekt der

Symmetriebrec h ung ist ab er n ur klein. Die Ergebnisse

•

andern sic h qualitativ nic h t,

w enn die Symmetriebrec h ung b er

•

u c ksic h tigt wird, ab er die kritisc he Sp eic herk apazit

•

a t

v ersc hiebt sic h auf et w a �

0

c

= 0 : 145. Dies stimm t gut mit der aus Sim ulationen des

Hop�eld-Mo dells ermittelten Sp eic herk apazit

•

a t

•

ub erein.

Die Ordn ungsparametergleic h ungen k

•

onnen auc h f

•

ur endlic he T emp eratur T > 0

gel

•

o st w erden. Damit l

•

a�t sic h das � - T Phasendiagramm des Hop�eld-Mo dells angeb en.

Assoziativ e Sp eic herung ist f

•

ur alle T emp eraturen T < 1 m

•

o glic h, dar

•

ub er gehen so w ohl

die Spinglas- als auc h die Retriev al-Zust

•

a nde in paramagnetisc he (zuf

•

allige) Zust

•

a nde

•

ub er.

2.5.2 Das Pseudoin v erse-Mo dell

Da die zu sp eic hernden Muster �

�

i

Fixpunkte der Dynamik sein m

•

ussen, liegt es nahe,

die L

•

o sungen des Gleic h ungssystems

�

�

i

=

X

j

J

ij

�

�

j

(11)

zu un tersuc hen [P ersonnaz et. al. 85]. F alls die Muster linear unabh

•

a ngig sind, ist die

optimale L

•

osung eine Pro jektion auf den durc h die Muster im Phasenraum aufgespann-

ten Un terraum:

J

ij

= 1 = N

P

X

�;�

�

�

i

c

� 1

��

�

�

j

; (12)

w ob ei c

��

die Korr elationsmatrix der Muster

c

��

= 1 = N

N

X

i

�

�

i

�

�

i

; �; � = 1 ; : : : ; P (13)

und c

� 1

��

ihre Mo ore-P enrose Pseudoin v erse ist. F

•

ur unk orrelierte Muster c

��

= �

��

ergibt sic h daraus die v on Hop�eld b en utzte Hebb-Lernregel J

ij

= 1 = N

P

�

�

�

i

�

�

j

.
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In diesem Mo dell sind alle Muster f

•

ur � � 1 stabil gesp eic hert, die Radien der

Einzugsb ereic he v ersc h winden allerdings f

•

ur � � 0 : 5. Eine w eitere V erb esserung ist

daher die Aufhebung der Selbstk opplungen der Neuronen, das hei�t die V erw endung

v on Kopplungen K

ij

gem

•

a � K

ij

= J

ij

� ��

ij

, mit denen assoziativ er R

•

u c kruf f

•

ur alle

� < 1 m

•

oglic h ist [Kan ter & Somp olinsky 87 ].

2.6 Das Gardner-Mo dell: Statistisc he Mec hanik der Synapsen

2.6.1 Berec hn ung der optimalen Sp eic herk apazit

•

a t

Neuronale Netzw erk e k

•

onnen auc h un tersuc h t w erden, ohne da� eine b esondere Ein-

stellung der Synapsen J

ij

v orgegeb en wird. Damit ist die Berec hn ung optimaler Eigen-

sc haften neuronaler Netze m

•

o glic h.

Seien et w a P Sollm uster �

�

i

v orgegeb en. Gibt es dann eine Einstellung der J

ij

, so

da� die Muster gesp eic hert w erden k

•

onnen? Um Einzugsb ereic he um die Muster zu

garan tieren, wird eine strengere Bedingung f

•

ur die Sp eic herung der Muster eingef

•

u hrt:

Jeder Spin soll mit einer gewissen Mindeststabilit

•

a t � parallel zum lok alen F eld stehen:

�

i�

= �

�

i

� h

i�

= �

�

i

�

�

N

� 1 = 2

X

j

J

ij

�

�

j

�

� � > 0 ; (14)

f

•

ur alle Muster und Neuronen � = 1 ; : : : ; P , i = 1 ; : : : ; N . Ob w ohl die parallele Dyna-

mik des Netzw erks gem

•

a� (4) in v arian t un ter einer Sk alierung der J

ij

ist, m u� eine Nor-

mierung der Synapsen gefordert w erden, um eindeutige W erte f

•

ur die Stabilit

•

a ten �

i�

der Muster zu erhalten.

•

Ublic h ist die V erw endung der sph

•

arisc hen Norm

P

j

J

2

ij

= N .

Gardner [Gardner 87 ] k onn te dieses Problem 1987 l

•

o sen. Dab ei w erden die synap-

tisc hen Kopplungen als dynamisc he V ariable b etrac h tet, nic h t ab er die Spins S

i

. Alle

Einstellungen der Synapsen, die die v orgegeb enen Muster sp eic hern, bilden ein zusam-

menh

•

a ngendes V olumen V

T

im Raum der J

ij

, f

•

ur das sic h einfac h ein analytisc her

Ausdruc k angeb en l

•

a�t. Die Muster sind genau dann im Netzw erk an allen Neuronen

S

i

stabil gesp eic hert, w enn die Gr

•

o �e

Y

�;i

�( �

�

i

� h

i�

� � ) = 1 (15)

ist. Also gilt

V

T

=

R

�

i 6= j

d J

ij

�

�;i

�( �

�

i

� h

i�

� � ) � (

P

j

J

2

ij

� N )

R

�

i 6= j

d J

ij

�

i

� (

P

j

J

2

ij

� N )

: (16)

F alls dieses V olumen sic h auf einen Punkt zusammenzieh t, wird die Einstellung der

Synapsen eindeutig. Diese Einstellung en tspric h t der optimalen Einstellung der Synap-

sen und damit auc h der maximalen Sp eic herk apazit

•

a t. Die sehr aufw endige Berec hn ung

des V olumens gelingt mit dem Replik a-T ric k.
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Man �ndet, da� die optimale Sp eic herk apazit

•

a t �

c

eines Spinglas-Mo dells als F unk-

tion v on � f

•

ur unk orrelierte Muster b esc hrieb en wird durc h das In tegral

�

c

( � ) =

�

1

p

2 �

Z

1

� �

d t e

� t

2

= 2

( t + � )

2

�

� 1

: (17)

Die maximale Sp eic herk apazit

•

a t eines neuronalen Netzes ist also �

c

(0) = 2. Diese

Abh

•

a ngigk eit der Sp eic herk apazit

•

a t v on der Stabilit

•

a t bleibt auc h in v erd

•

unn ten Netz-

w erk en (o der Netzw erk en mit high-order W ec hselwirkungen) b estehen, w enn � als

V erh

•

a ltnis der Zahl der Muster zur Zahl der Synapsen pro Neuron de�niert wird,

� = P =C .

Die Rec hn ungen lassen sic h auc h f

•

ur k orrelierte Muster h �

�

i

i

i

6= 0 durc hf

•

uhren

[Gardner 88a ]. Dazu w erden die Muster en tsprec hend einer

"

Magnetisierung \ a aus

einer V erteilung

P ( �

�

i

) =

1

2

(1 + a ) � ( �

�

i

� 1) +

1

2

(1 � a ) � ( �

�

i

+ 1) (18)

ausgew

•

ahlt. Dies en tspric h t einer Korrelation h �

i

�

j

i = �

ij

+ a

2

(1 � �

ij

). Die Sp eic herk a-

pazit
•
at ist f

•
ur a 6= 0 immer gr

•
o�er als f

•
u r unk orrelierte Muster. F

•
ur � = 0 und a � 1

gilt

�

c

( a ) = 2(1 +

2

�

a

2

+ O ( a

4

)) ;

und f

•

ur � = 0 und a ! 1 ergibt sic h sogar

�

c

(0) = �

1

(1 � a ) ln(1 � a )

� ! 1 :

Die Sp eic herk apazit

•

a t f

•

u r Muster mit sehr geringer Aktivit

•

at (ln N Einsen in den Mu-

stern, d. h. a � � ( N � 2 ln N )) div ergiert wie O ( N

2

= (ln N )

2

).

Die Informationsk apazit

•

at dagegen f

•

allt mit zunehmender Korrelation der Muster

leic h t ab. Es gilt I = 2 N

2

(1 � 0 : 084 a

2

) f

•

ur sc h w ac h k orrelierte Muster a � 1, und im

Grenzfall a � 1 erh

•

alt man I = N

2

= 2 ln 2 = 0 : 721 N

2

.

2.6.2 Die V erteilung der Stabilit

•

a ten

F

•

ur die Diskussion der Einzugsb ereic he wird die V erteilung � (�) der Stabilit

•

a ten

b en

•

o tigt. Diese l

•

a�t sic h eb enfalls b erec hnen [Kepler & Abb ott 88 ], [Gardner 89a ] und

f

•

ur ges

•

attigte Netzw erk e (mit P arametern � , �

c

( � )) erh

•

alt man:

� (�) =

1

p

2 �

exp ( � �

2

= 2) �(� � �

c

) +

1

2

�

1 + erf ( �

c

=

p

2)

�

� (� � �

c

) : (19)

Dab ei b edeutet der W ert v on � (�)d� den (normierten) An teil der Stabilit

•

a ten, die im

In terv all [� ; � + d�] liegen.
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K

•

urzlic h wurde darauf hingewiesen [Abb ott & Kepler 89a ], da� neuronale Netz-

w erk e sic h nac h der V erteilung der Stabilit

•

a ten nahe ihrer S

•

attigung (d. h. mit Stabi-

lit

•

a ten � � �

c

( � )) in Univ ersalit

•

a tsklassen ein teilen lassen und da� das Hop�eld- und

das Pseudoin v erse-Mo dell jew eils einer eigenen Klasse angeh

•

oren. Deshalb seien hier

no c h die en tsprec henden normierten V erteilungen angegeb en: Im Hop�eld-Mo dell (37)

ergibt eine einfac he Analyse der lok alen F elder eine V erteilung

�

H

(�) =

1

p

2 �

exp

�

�

1

2

�

� �

1

p

�

�

2

�

(20)

und f

•

ur das Pseudoin v erse-Mo dell gilt

�

P

(�) = �

�

� �

p

(1 � � ) =�

�

: (21)

2.6.3 Sp eic herk apazit

•

a t sp ezieller Mo delle

Mit Gardners Metho den k ann auc h die optimale Sp eic herk apazit

•

a t v on Netzw erk-

Mo dellen b erec hnet w erden, die w eitere Besc hr

•

ankungen in der W ahl der Kopplungen

aufw eisen.

Im bin

•

a ren Netzw erk et w a fordert man J

ij

= � 1 (wirklic hes Ising-Mo dell), die

sph

•

arisc he Normierung ist dann automatisc h erf

•

ullt. Der Ein
u� der Replik asymme-

triebrec h ung ist extrem gro�, die replik a-symmetrisc he L

•

o sung [Gardner & Derrida 88 ]

liefert �

c

B

� 1 : 34, w as aus informationstheoretisc hen Gr

•

u nden o�ensic h tlic h

unm

•

oglic h ist. Die Berec hn ung des ersten Sc hrittes der Symmetriebrec h ung ge-

lang 1989 [Krauth & M � ezard 89] und liefert �

c

B

= 0 : 83, w as mit Sim ulationen

[Krauth & Opp er 89 ] gut

•

u b ereinstimm t. Au�erdem ist dieser W ert k onsisten t mit

der Berec hn ung der sogenann ten zer o entr opy line : Alle gr

•

o �eren W erte v on � f

•

uhren

zu einer negativ en En tropie des Systems.

K

•

urzlic h ist es gelungen [Gutfreund & Stein 90 ], die Rec hn ungen auc h f

•

u r an-

dere Bedingungen an die Synapsen durc hzuf

•

u hren. Insb esondere k onn te damit die

Sp eic herk apazit

•

a t als F unktion v on � f

•

ur Netzw erk e mit in teger-k o dierten Synapsen

( � L � J

ij

� L ) b erec hnet w erden.

Die maximale Sp eic herk apazit

•

a t �

cL

(0) dieser Mo delle l

•

a�t sic h relativ leic h t

absc h

•

atzen. Sei dazu f

•

ur gegeb enes � eine Kopplungsmatrix mit reellw ertigen Kopplun-

gen J

ij

gegeb en, die die Muster sp eic hert, das hei�t �

�

i

P

j 6= i

J

ij

�

�

j

> �

c

( � )

p

N . Nac h

der Sk alierung J

ij

! LJ

ij

w erden fast alle Synapsen im In terv all [ � L; : : : ; L ] liegen,

und k

•

onnen als Summe einer ganzen Zahl J

ij

und einem Rest �

ij

mit j �

ij

j < 1 = 2

gesc hrieb en w erden,

LJ

ij

= J

ij

+ �

ij

:

Die Ungleic h ungen lauten dann,

�

�

i

X

j 6= i

J

ij

�

�

j

> L

p

N �

c

( � ) � �

�

i

X

j 6= i

�

ij

�

�

j

: (22)
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Mit der Absc h

•

atzung

1

2

p

N f

•

ur die Summe

•

ub er die �

ij

ist die link e Seite n ur p ositiv

(die Muster also gesp eic hert), w enn

�

cL

( � ) � 1 = 2 L: (23)

Der en tsprec hende W ert v on � k ann mit Gleic h ung (17) b erec hnet w erden und gibt in

sehr guter N

•

aherung (jedenfalls f

•

ur L > 3) die kritisc he Sp eic herk apazit

•

a t des in teger-

k o dierten Mo dells an.

2.6.4 Iterativ es Lernen

Die Berec hn ung der maximalen Sp eic herk apazit

•

a t erm

•

oglic h t k einerlei Aussagen

•

ub er

die Einstellung der Kopplungen. F

•

ur das Gardner-Mo dell mit reellw ertigen Kopplungen

lassen sic h jedo c h v ersc hiedene iterativ e Lernregeln angeb en, mit denen sic h die Kopp-

lungsmatrizen f

•

u r die v orgegeb enen Sollm uster auc h k onstruieren lassen [Gardner 88a],

[F orrest 88], [Krauth & M � ezard 87], [Abb ott & Kepler 89a ]. F

•

ur alle diese Algorith-

men k ann ein Kon v ergenzb ew eis un ter der V oraussetzung angegeb en w erden, da� sic h

die v orgegeb enen Muster

•

ub erhaupt sp eic hern lassen (siehe Anhang B f

•

u r den Kon v er-

genzb ew eis im v erd

•

u nn ten Netzw erk).

Die Kopplungen J

ij

w erden dab ei gem

•

a� J

ij

= J

ij

+ � J

ij

mit

� J

ij

= N

� 1

�

�

i

�

�

i

�

�

j

(24)

eingestellt, w ob ei die sogenann te F ehlermaske �

�

i

daf

•

ur sorgt, da� n ur die Muster gelern t

w erden, die no c h nic h t ausreic hend stabilisiert sind:

�

�

i

= �

�

�

�

X

j 6= i

J

2

ij

�

1 = 2

�

X

j 6= i

J

ij

�

�

i

�

�

j

�

: (25)

Die mit diesem Algorithm us k onstruierten Kopplungen w erden nat

•

urlic h im allgemei-

nen nic h t symmetrisc h sein. Symmetrisc he Kopplungen lassen sic h ab er mit der W ahl

� J

ij

= ( �

�

i

+ �

�

j

) �

�

i

�

�

j

erzwingen.
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•

UNNTEN NETZWERKEN

3 Einzugsb ereic he in v erd

•

u nn ten Netzw erk en

Zur Charakterisierung eines assoziativ en Sp eic hers sind seine dynamisc hen Eigensc haf-

ten eb enso wic h tig wie die Sp eic herk apazit

•

a t: Wie stark d

•

u rfen Eingab edaten gest

•

o rt

sein, um no c h k orrekt gesp eic herten Mustern zugeordnet zu w erden? Im F all der

Spinglas-Netzw erk e mit ihrer A ttraktordynamik b edeutet das die F rage nac h der Gr

•

o �e

und Gestalt der Einzugsb ereic he (A ttraktionsgebiete) der gesp eic herten Muster. Auc h

die Kon v ergenzgesc h windigk eit | die Anzahl der Iterationen der Dynamik bis zum Er-

reic hen eines Fixpunktes | und die Struktur ev en tuell v orhandener dynamisc h stabiler

ab er unerw

•

unsc h ter Zust

•

ande ( spurious states ) ist in diesem Zusammenhang wic h tig.

Selbst im einfac hsten F all der parallelen Dynamik gem

•

a � (4) ist eine theoretisc he

Behandlung extrem aufw endig. Es m u� die stark nic h tlineare dynamisc he En t wic klung

v on N Neuronen b esc hrieb en w erden, und w egen der iterativ en Natur der Dynamik

sind sc hon nac h dem ersten Zeitsc hritt R

•

u c kk opplungse�ekte zu b er

•

u c ksic h tigen.

Andere dynamisc he Regeln, et w a die serielle async hrone Dynamik (3) erfordern

eine no c h k ompliziertere Besc hreibung. Zuv erl

•

assige analytisc he Rec hn ungen

•

ub er die

Gr

•

o �e der Einzugsb ereic he existieren n ur f

•

ur einige sp ezielle Mo delle | insb esondere

f

•

ur das extrem v erd

•

unn te Netzw erk mit paralleler Dynamik. Eine Un tersuc h ung der

dynamisc hen Eigensc haften der Netzw erk e ist deshalb w eitgehend auf Sim ulationen

angewiesen.

Die theoretisc hen Ergebnisse legen nahe, da� die Einzugsb ereic he in v erd

•

unn ten

Netzw erk en w esen tlic h gr

•

o �er sind als in v ollst

•

andig v erkn

•

upften. In extrem v erd

•

unn-

ten Netzw erk en, mit (im Limes N ! 1 und C ! 1 ) w eniger als ln N Synapsen pro

Neuron, sind die Einzugsb ereic he der parallelen Dynamik un terhalb v on � � 0 : 4 so-

gar optimal und n ur durc h die Korrelationen der gesp eic herten Muster b egrenzt. Das

b edeutet auc h, da� in diesem F all k eine spurious states die Dynamik der Mo delle domi-

nieren. In v ollst

•

andig v erkn

•

u pften Netzw erk en v erspric h t die Mo di�k ation der Dynamik

zumindest eine V erb esserung der Einzugsb ereic he.

Dieses Kapitel ist daher der Un tersuc h ung der Einzugsb ereic he in v erd

•

unn ten Netz-

w erk en mit Hilfe v on Sim ulationen gewidmet. Beim

•

Ub ergang v on v ollst

•

andig v erkn

•

u pf-

ten zu v erd

•

unn ten Netzw erk en w ac hsen die Einzugsb ereic he der Sollm uster stark an.

Es zeigt sic h, da� die Einzugsb ereic he f

•

ur V erd

•

u nn ungen c � 0 : 1 sc hon sehr gro� (fast

optimal) sind. Derartige v erd

•

unn te Netzw erk e ersc heinen deshalb f

•

ur An w endungen

durc haus vielv ersprec hend.

Um den Ein
u� der Dynamik auf die Eigensc haften der Mo delle un tersuc hen zu

k

•

onnen, w erden die Sim ulationen au�erdem mit v ersc hiedenen dynamisc hen Regeln

ausgef

•

uhrt.

� Dazu wird zun

•

a c hst in Absc hnitt 3.1 eine

•

U b ersic h t

•

u b er die Problematik der

Besc hreibung der dynamisc hen Eigensc haften der Spinglas-Mo delle gegeb en, und

es w erden die bisher v er

•

o �en tlic h ten Sim ulationen v on Spinglas-Netzw erk en zu-

sammengestellt.
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� Es sc hlie�t sic h in Absc hnitt 3.2 die Besc hreibung der wic h tigsten theoretisc hen

Mo delle zur Berec hn ung der Einzugsb ereic he in Spinglas-Netzw erk en mit paral-

leler Dynamik an. Es ist relativ leic h t zu zeigen, da� die Dynamik der Netzw erk e

un ter T ransformationen der Art �

�

i

! �

�

i

S

i

in v arian t ist. Dies sc hr

•

ankt die Zahl

der f

•

ur die Rec hn ungen in F rage k ommenden P arameter stark ein. T rotzdem ist

die f

•

u r die Mo delle b en

•

otigte Mathematik extrem aufw endig. Daher k

•

o nnen n ur

die wic h tigsten Ergebnisse zusammengefa�t und die Ideen der Rec hn ungen grob

skizziert w erden.

� Der Zusammenstellung der Grundlagen der Sim ulationen dien t der Absc hnitt 3.3.

Die

•

Ub ersic h t b eginn t mit der Besc hreibung der Erzeugung v on Sollm ustern de-

�nierter Korrelation und der Ausw ahl der einzusetzenden Lernregel. Die Ergeb-

nisse der theoretisc hen Mo delle legen nahe, da� m

•

o glic hst gro�e Einzugsb ereic he

durc h die Einstellung gro�er Stabilit

•

a ten der Muster erreic h t w erden k

•

o nnen.

Im Prinzip garan tieren nic h t n ur der MinOv er-Algorithm us, sondern auc h die

v erb esserten lok alen iterativ en Lernregeln die Einstellung der optimalen Stabi-

lit

•

a ten. Aufgrund v on �nite-size E�ekten k

•

onnen jedo c h in den Sim ulationen

nic h t immer die theoretisc hen W erte erreic h t w erden. Nac h der Lernphase w er-

den T estm uster mit de�niertem

•

Ub erlapp zu gesp eic herten Mustern erzeugt und

bis zum Erreic hen eines Fixpunktes (o der eines Zyklus) iteriert. Die Berec hn ung

der Einzugsb ereic he erfolgt dann durc h Mittelung

•

ub er das V erhalten sehr vieler

derartiger T estm uster.

� Die Diskussion der in dieser Arb eit erhaltenen Ergebnisse b eginn t mit Ab-

sc hnitt 3.4. Dort w erden die n umerisc h ermittelten Einzugsb ereic he in v erd

•

unn ten

Spinglas-Mo dellen un ter paralleler Dynamik diskutiert. Die Resulate b est

•

atigen

das f

•

ur v erd

•

unn te Netzw erk e v orgesc hlagene theoretisc he Mo dell sehr gut, ob-

w ohl die in den Sim ulationen un tersuc h ten Netzw erk e no c h sehr klein (und nic h t

sehr stark v erd

•

unn t) sind. Die Einzugsb ereic he erw eisen sic h als unabh

•

angig v on

der Gr

•

o �e der Netzw erk e, jedenfalls innerhalb der hier un tersuc h ten Grenzen.

Der V ergleic h der Einzugsb ereic he im v ollst

•

andig v erkn

•

upften Netzw erk mit dem

en tsprec henden theoretisc hen Mo dell zeigt dagegen Ab w eic h ungen auf. Deshalb

w erden aus den Sim ulationen die f
•

ur dieses Mo dell wic h tigen P arameter b erec hnet

und mit den v er

•

o �en tlic h ten W erten v erglic hen.

� Die Un tersuc h ung der v ollst

•

a ndig v erkn

•

u pften o der n ur sc h w ac h v erd

•

unn ten Netz-

w erk e zeigt b ei hoher Sp eic herk apazit

•

a t � n ur rec h t kleine Einzugsb ereic he der

gesp eic herten Muster, ob w ohl diese w eiterhin die Minima der Energie


•

ac he dar-

stellen. Dies ist auf die Existenz v on spurious states zur

•

u c kzuf

•

uhren, die als

unerw

•

unsc h te A ttraktoren f

•

ur die T estm uster dienen. Eine grob e Un tersuc h ung

dieser spurious states lieferte leider k einen in teressan ten Aufsc hlu�

•

ub er deren Na-

tur. Bei h

•

oheren Sp eic herk apazit

•

a ten � � 0 : 4 sc heinen sehr viele unerw

•

u nsc h te

zus

•

atzlic he stabile Zust

•

a nde mit stark un tersc hiedlic hen Stabilit

•

a ten aufzutreten.
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� Die Stabilit

•

a ten k

•

o nnen im Prinzip f

•

ur jedes gesp eic herte Muster individuel l ein-

gestellt w erden, w enn die Lernregel en tsprec hend erw eitert wird. Absc hnitt 3.6

un tersuc h t die M

•

o glic hk eiten dieses sogenann ten phase sp ac e gar dening , die Ein-

zugsb ereic he der Muster einzeln einzustellen. Dies ist selbstv erst

•

andlic h auc h f

•

ur

viele An w endungen in teressan t.

Es zeigt sic h, da� die Einzugsb ereic he der Muster durc h V orgab e einer Stabilit

•

a t

�

i�

tats

•

a c hlic h innerhalb w eiter Grenzen und mit n ur sc h w ac her Abh

•

a ngigk eit v on

� individue ll eingestellt w erden k

•

o nnen. Die Sim ulationen zeigen au�erdem, da�

zw ar der Radius der Einzugsb ereic he v orgegeb en w erden k ann, ihre Gestalt ab er

kugelf

•

ormig (isotrop) bleibt. Die Einstellung v on Einzugsb ereic hen b estimm ter

F orm gelingt mit den hier b etrac h teten Lernregeln nic h t; die V erw endung des

le arning with noise k

•

onn te dies jedo c h erm

•

o glic hen.

� Der Ein
u� der v erw endeten Dynamik auf die Eigensc haften des Netzw erks wird

dann in Absc hnitt 3.7 un tersuc h t. Auf die V erw endung einer Dynamik mit T > 0,

mit der thermisc hes Rausc hen im Netzw erk mo delliert w erden k ann, wurde da-

b ei v erzic h tet, da die Sim ulationen dadurc h sehr aufw endig w erden. Die Un ter-

suc h ung wurde vielmehr auf die async hrone serielle Dynamik und zw ei w eitere

dynamisc he Regeln b esc hr

•

a nkt, die das V erhalten eines Neurons nic h t n ur v om

aktuellen lok alen F eld, sondern auc h v om lok alen F eld zu fr

•

uheren Zeitpunkten

abh

•

angig mac hen ( memory terms ).

Die Sim ulationen liefern das in teressan te Ergebnis, da� die V erw endung der asyn-

c hronen Dynamik anstelle der parallelen das V erhalten der Netzw erk e k aum v er-

sc hlec h tert. Ob erhalb v on � � 0 : 6 sind die f

•

ur die Einzugsb ereic he ermittelten

W erte sogar fast iden tisc h. Wie sp

•

ater dargelegt wird, ist die Kon v ergenzge-

sc h windigk eit f

•

u r serielle Dynamik ev en tuell sogar deutlic h b esser.

Die V erw endung der memory-term Dynamik erm

•

oglic h t

•

ub er w eite Bereic he der

Sp eic herk apazit

•

a t � eine deutlic he V ergr

•

o �erung der Einzugsb ereic he. Allerdings

gelingt es b ei w eitem nic h t, in v ollst

•

andig v ernetzten Mo dellen optimale Einzugs-

b ereic he einzustellen. Die Einzugsb ereic he erw eisen sic h auc h un ter V erw endung

dieser Dynamik als isotrop.

� Abgesc hlossen wird dieses Kapitel v on einem Absc hnitt 3.8

•

ub er die Kon v ergenz-

gesc h windigk eit f

•

ur die v ersc hiedenen Dynamik en und v ollst

•

andig v erkn

•

u pfte, so-

wie stark v erd

•

unn te Netzw erk e. Diese W erte sind n ur sehr sc h wierig zu ermit-

teln: Zyklen m

•

ussen abgebro c hen w erden, andererseits k ann das Erreic hen eines

A ttraktors sehr viele Iterationen der Dynamik erfordern. Die aus den Sim ulatio-

nen ermittelten W erte zeigen ein sehr k omplexes V erhalten. Die Fluktuationen

sind so gro�, da� k eine Extrap olation auf das V erhalten viel gr

•

o�erer Netzw erk e

gew agt w erden k ann.
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3.1 Dynamisc he Eigensc haften in neuronalen Netzen

Die Besc hreibung der Einzugsb ereic he in einem neuronalen Mo dell ist nic h t n ur w egen

der gro�en Zahl miteinander w ec hselwirk ender F reiheitsgrade sehr sc h wierig.

W enn die Sollm uster �

�

i

in einem Spinglas-Netzw erk mit Stabilit

•

a t �

i�

> � gesp ei-

c hert sind, l

•

a�t sic h nat

•

urlic h sofort eine un tere Grenze f

•

ur die Gr

•

o �e der A ttraktions-

gebiete un ter paralleler Dynamik angeb en: Alle Anfangszust

•

ande mit Anfangs

•

ub erlapp

m

0

> 1 � �= (2 N

1 = 2

) w erden im ersten Sc hritt der Dynamik in das Muster �

�

i

w andern.

Diese Absc h

•

atzung ist allerdings viel zu p essimistisc h, und sie b er

•

u c ksic h tigt n ur den

ersten Sc hritt der Dynamik. Sim ulationen zeigen, da� die Einzugsb ereic he

•

u b er w eite

Bereic he der Sp eic herk apazit

•

a t � w esen tlic h gr

•

o �er | v on O (1) | sind.

Auc h w enn | wie im Hop�eld-Mo dell | eine Energiefunktion angegeb en und zur

Konstruktion einer Ljapuno vfunktion b en utzt w erden k ann, f

•

uhrt das k aum w eiter:

Die Analyse der statistisc hen Mec hanik des Hop�eld-Mo dells zeigt, da� die Minima der

Energie nac h gew

•

unsc h ten Zust

•

a nden und spurious states klassi�ziert w erden m

•

ussen |

w

•

ahrend die Zahl der stabilen Misc hzust

•

a nde v on Mustern f

•

u r � < 1 klein ist, w

•

ac hst die

Zahl der Spinglaszust

•

a nde exp onen tiell mit der Zahl der Neuronen. F

•

ur k ompliziertere

Mo delle, v or allem f

•

ur Netzw erk e nac h iterativ em Lernen, sind die Einstellungen der

Kopplungen J

ij

im allgemeinen nic h t analytisc h b ek ann t. W enn die Lernregel zudem

asymmetrisc he W erte f

•

ur die Kopplungen zul

•

a�t, k ann die Energie


•

ac he k aum no c h

sinn v oll zur Besc hreibung der dynamisc hen Eigensc haften gen utzt w erden.

Au�er v on der v erw endeten Lernregel zur Einstellung der Synapsen, so wie v on glo-

balen P arametern (et w a der Korrelation der Sollm uster), h

•

angen die Einzugsb ereic he

nat

•

urlic h v on der v erw endeten Dynamik ab. V ersc hiedene dynamisc he Regeln k

•

onnen

dab ei v

•

ollig andere Eigensc haften aufw eisen, so w ohl in der Struktur der A ttraktoren

(Sollm uster, spurious states, Zyklen) als auc h in deren A ttraktionsgebieten und der

Kon v ergenzgesc h windigk eit.

In diesem Zusammenhang sind v or allem die einfac he parallele Dynamik (4), so wie

die async hrone serielle Dynamik (3) in teressan t. Die parallele Dynamik ist dab ei v or

allem f

•

ur theoretisc he Mo delle geeignet, wie im folgenden Absc hnitt 3.2 gezeigt wird.

F

•

ur die Besc hreibung biologisc her Systeme, ab er auc h f

•

ur tec hnisc he Realisierungen

der Mo delle, ist die serielle Dynamik wic h tig, w eil sie das V erhalten async hroner Netz-

w erk e mo dellieren k ann. Nat

•

urlic h m u� f

•

ur die serielle Dynamik zus

•

atzlic h no c h eine

Reihenfolge des Up date der Neuronen festgelegt w erden.

Messungen an biologisc hen Nerv ensystemen zeigen einen hohen An teil v on Rau-

sc hen in den elektrisc hen Signalen der einzelnen Zellen. Die einfac hste M

•

oglic hk eit,

Rausc hen in den Spinglas-Mo dellen zu b esc hreib en, ist die V erw endung einer mo di�-

zierten Dynamik [Little 74]. Dazu gibt P ( S

i

( t + 1) j S

i

( t )) die W ahrsc heinlic hk eit an,

ausgehend v on S

i

zur Zeit t + 1 den W ert S

i

( t + 1) v orzu�nden ( � = 1 =T ),

P

�

S

i

( t + 1) j S

i

( t )

�

=

h

1 + exp

�

� 2 � S

i

( t + 1) � h

i

( t )

�

i

� 1

(26)

Im Hop�eld-Mo dell gelingt es, eine endlic he T emp eratur des Netzw erks auc h b ei der
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theoretisc hen Besc hreibung der A ttraktoren der Dynamik zuzulassen und das � - T Pha-

sendiagramm zu b erec hnen. Dies ist in den v erb esserten Netzw erk en mit iterativ en

Lernregeln nic h t mehr m

•

o glic h.

Die Un tersuc h ung der Einzugsb ereic he b ei endlic her T emp eratur k ann n ur

mit Sim ulationen erfolgen. Eine en tsprec hende Analyse des v ollst

•

andig v ernetz-

ten Gardner-Mo dells (mit symmetrisc hen Kopplungen) wurde k

•

u rzlic h v orgestellt

[Nardulli & P asquariello 90 ]. Dab ei zeigt sic h, da� eine T emp eratur T > 0 des Netz-

w erks fast k einen Ein
u� auf die Gr

•

o �e der A ttraktionsgebiete hat. Nat

•

urlic h wird die

Kon v ergenz des Netzw erks mit steigender T emp eratur immer langsamer.

Ein anderer V ersuc h, die Gr

•

o �e der Einzugsb ereic he zu v erb essern, ist die

V erw endung einer dynamisc hen Regel mit

"

Ged

•

ac h tnistermen \ ( memory terms )

[Kan ter & Somp olinsky 87 ], et w a gem

•

a �

S

i

( t + 1) = sgn

�

1

2

h

i

( t ) +

1

2

h

i

( t � 1)

�

: (27)

Die Idee ist, da� eine derartige Dynamik Zyklen der L

•

ange 2 (die un ter paralleler Dyna-

mik sehr h

•

au�g sind) e�ektiv un terdr

•

u c kt und au�erdem

•

ub er winzige lok ale Energie-

minima w egmitteln sollte. T ats

•

a c hlic h w erden die Einzugsb ereic he durc h V erw endung

dieser Dynamik ob erhalb v on � > 0 : 4 et w as gr

•

o �er. W eil eine Dynamik dieser Art

leic h t in digitalen Systemen zu implemen tieren ist, w erden

•

a hnlic he dynamisc he Regeln

im F olgenden no c h diskutiert.

W egen dieser b etr

•

ac h tlic hen Sc h wierigk eiten b ei der Besc hreibung v on dynamisc hen

Eigensc haften der Spinglas-Netze hab en sic h die bisherigen analytisc hen Un tersuc h un-

gen v on Spinglas-Netzw erk en fast aussc hlie�lic h auf die F rage nac h der Sp eic herk a-

pazit

•

at k onzen triert. V ollst

•

a ndig l

•

o sbar ist die Dynamik n ur f

•

ur extrem v erd

•

u nn te

Netzw erk e [Derrida et. al. 87 ], [Gardner 89a ].

Die Einzugsb ereic he des v ollst

•

andig v erkn

•

upften Hop�eld-Mo dells wurden in

[Bruce et. al. 87 ] so wie v on [F orrest 88 ] un tersuc h t. Auc h die analytisc he Behandlung

des Pseudoin v erse-Mo dells v on [Kan ter & Somp olinsky 87 ] en th

•

alt eine Un tersuc h ung

der Einzugsb ereic he.

Zw ei w eitere Sim ulationen in v ollst

•

andig v erkn

•

upften Netzen wurden v on

[Kepler & Abb ott 88] und [Krauth et. al. 88 ] v orgestellt, um theoretisc he Mo delle f

•

ur

die Einzugsb ereic he mit paralleler Dynamik zu un terst

•

utzen. Die Auswirkungen v er-

sc hiedener Dynamik en sind n ur in [Kan ter & Somp olinsky 87 ] kurz diskutiert w orden.

Die Einzugsb ereic he in sc h w ac h v erd

•

unn ten neuronalen Netzw erk en sind bisher nic h t

un tersuc h t w orden.

3.2 Theoretisc he Mo delle f

•

ur die Einzugsb ereic he

T rotz der immensen Sc h wierigk eiten b ei der theoretisc hen Behandlung der Einzugsb e-

reic he in Spinglas-Mo dellen ist eine ganze Reihe v ersc hiedener Mo delle v orgesc hlagen

w orden. Die grundlegende Idee ist jew eils, ausgehend v on einer Anfangsk on�guration
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mit

•

Ub erlapp m

0

mit einem Muster �

�

i

die W ahrsc heinlic hk eit f

•

ur einen

•

U b erlapp m

1

nac h einem Sc hritt der Dynamik auszurec hnen (gemittelt

•

ub er alle Anfangszust

•

ande

und

•

ub er die Sollm uster). Bei paralleler Dynamik (4) gilt es also,

P ( m

1

j m

0

) =

T r

S

h

�

�

m

1

�

1

N

P

N

i =1

�

�

i

sgn

�

P

j 6= i

J

ij

S

j

�

�

�

�

m

0

�

1

N

P

N

j =1

S

i

�

�

i

�i

T r

S

h

�

�

m

0

�

1

N

P

N

i =1

S

i

�

�

i

�i

(28)

zu b erec hnen.

Sc hon 1987 gelang es [Gardner et. al. 87 ] die dynamisc he En t wic klung f

•

ur

Sherrington-Kirkpatric k Spingl

•

a ser so wie f

•

ur das Hop�eld-Mo dell mit paralleler Dy-

namik f

•

ur Zeiten t = 0 bis t = 4 explizit anzugeb en. Die F ormeln w erden ab er mit

jedem Zeitsc hritt k omplizierter, und die Berec hn ung der Fixpunkte der Dynamik sc hein t

ho�n ungslos.

Im Hop�eld-Mo dell erhielten sie das in teressan te Resultat, da� die Zeiten t wic klung

eines Anfangszustandes sc hlie�lic h in einem Spinglas-Zustand enden k ann, ob w ohl die

Dynamik der ersten Zeitsc hritte eine Kon v ergenz des Anfangszustandes zum en tspre-

c henden Sollm uster andeutet. Das b edeutet, da� die A ttraktionsgebiete den Phasen-

raum nic h t ausf
•

ullen und da� die Grenzen der A ttraktionsgebiete nic h t glatt sind. Die

n umerisc hen Ergebnisse f

•

u r die Gr

•

o�e der Einzugsb ereic he b est

•

atigen dieses Ergebnis.

Allerdings sind die Einzugsb ereic he (jedenfalls un ter paralleler Dynamik) fast isotrop

und die

"

Rauhigk eit \ der A ttraktionsgebiete nimm t mit w ac hsender Netzw erkgr

•

o �e ab.

Die Zeiten t wic klung der parallelen Dynamik v ereinfac h t sic h en tsc heidend, w enn das

zu un tersuc hende Netzw erk extrem v erd
•

unn t ist, mit h
•
oc hstens O (ln N ) Kopplungen

pro Neuron [Derrida et. al. 87 ]. In diesem F all spielen n

•

amlic h R

•

uc kk opplungse�ekte

k eine Rolle, da f

•

ur jedes Neuron i der tr e e of anc estors dieses Neurons, also die Neuronen

S

k

( t � 1), S

k

( t � 2), : : : , die das Neuron i b eein
ussen, k eine Sc hleifen en th

•

alt. F

•

ur

einen Anfangszustand mit

•

Ub erlapp m

0

, der im ersten Zeitsc hritt auf sein Muster

zul

•

a uft, m

1

> m

0

, gilt dann auc h m

2

> m

1

, : : : bis zur Kon v ergenz. Die Gr

•

o �e der

Einzugsb ereic he k ann daher direkt aus dem V erhalten des ersten Sc hritts der Dynamik

ausgerec hnet w erden.

Dieser erste Sc hritt der parallelen Dynamik k ann auc h im Gardner-Mo dell b erec h-

net w erden, w enn die V erteilung der Stabilit

•

a ten � ( �

i�

) f

•

ur P arameter � und � b ek ann t

ist (19). Ausgehend v on einem Anfangszustand S

0

mit

•

Ub erlapp m

0

mit einem Soll-

m uster �

�

i

erh

•

alt man f

•

ur den

•

Ub erlapp m

1

nac h einem Sc hritt paralleler Dynamik

[Gardner et. al. 87 ], [Gardner 89a ], [Kepler & Abb ott 88],

m

1

= F

�

( m

0

) =

Z

1

�1

d� � (�) erf

�

m

0

�

p

2(1 � m

2

0

)

�

: (29)

W egen des ob en skizzierten Argumen ts gibt der instabile Fixpunkt

m

S

= F

�

( m

S

) (30)
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damit direkt die Gr

•

o �e der Einzugsb ereic he in extrem v erd

•

unn ten Gardner-Netzw erk en

an. Die Fixpunktgleic h ung k ann n umerisc h gel

•

ost w erden, w enn die en tsprec hende

V erteilung der Stabilit

•

a ten eingesetzt wird.

Das Resultat zeigt, da� die Einzugsb ereic he in ges

•

a ttigten Netzen f

•

ur � � 0 : 41

optimal sind. Das hei�t, jedes T estm uster mit makrosk opisc hem Anfangs

•

ub erlapp

( m

0

> N

� 1 = 2

) wird v om Netzw erk k orrekt wiedererk ann t. F

•

ur � > 0 : 41 v ergr

•

o �ert

sic h der Fixpunkt m

S

langsam v on m

S

= 0 zu W erten nahe m

S

= 1. Nat

•

urlic h bleib en

die Einzugsb ereic he f

•

ur alle � < �

c

= 2 : 0 endlic h.

Ausgehend v on einer n umerisc hen Analyse der Dynamik der Netzw erk e sc hlugen

Kepler und Abb ott [Kepler & Abb ott 88 ] v or, den Fixpunkt v on

F

�

( m

F

) � m

F

1 � m

F

= a

0

(31)

zur Besc hreibung der A ttraktionsgebiete in v ollst

•

andig v erkn

•

upften Netzen zu v erw en-

den, w ob ei a

0

eine Konstan te ist, deren W ert sie mit a

0

= 1 = 2 angab en.

Anders als die Bezieh ung (29) ab er, die v on den Sim ulationen sehr genau b est

•

atigt

wird, ist die V erw endung des Fixpunktes (31) nic h t sehr pr

•

azise und h

•

angt dar

•

ub er

hinaus v on der v erw endeten Lernregel ab. Insb esondere f

•

ur � < 0 : 2 
uktuieren die

W erte der in die Fixpunktgleic h ung einzusetzenden W erte v on a

0

b etr

•

ac h tlic h (et w a

c = 0 : 4 : : : 0 : 7).

Einen w eiteren W eg zur n

•

aherungsw eisen Berec hn ung der A ttraktionsgebiete zeic h-

neten [Krauth et. al. 88 ] auf. Zun

•

ac hst merkten sie an, da� die Dynamik des Netzw erks

un ter den

"

Eic h transformationen \ J

ij

! J

ij

S

i

S

j

; �

�

i

! �

�

i

S

i

in v arian t bleibt, w ob ei

f S

i

g ein b eliebiger Zustand des Netzw erks ist. Deshalb k ann die Besc hreibung der

Einzugsb ereic he n ur v on solc hen P arametern abh

•

angen, die eb enfalls in v arian t un ter

diesen T ransformationen sind. Derartige Gr

•

o �en sind die Stabilit

•

a ten �

i�

, die Sym-

metrie � der Kopplungsmatrix, die Selbstk opplungen J

ii

und einige exotisc he Gr

•

o �en,

et w a

P

j;k ;:::;m

J

ij

J

j k

� � � J

mi

.

Ihre Idee ist deshalb, das Netzw erk n ur durc h zw ei P arameter, die V erteilung der

Stabilit

•

a ten � ( � ) und die Symmetrie � der Kopplungsmatrix J

ij

zu b esc hreib en. Es

gelang ihnen, die Zeiten t wic klung dieses sogenann ten one p attern mo dels bis zu t =

4 explizit zu b erec hnen. Ihre V orhersagen stimmen f

•

ur Netze mit hoher Symmetrie

� � 1 gut mit Sim ulationen an Netzw erk en mit der Simplex-Lernregel

•

ub erein, et w as

sc hlec h ter mit Sim ulationen der iterativ en Lernregel. Leider hab en sie k eine Angab en

f

•

ur Netzw erk e mit geringer Symmetrie � � 0 v er

•

o �en tlic h t, die v erd

•

unn ten Netzw erk en

en tsprec hen w

•

urden.

3.3 Grundlagen der Sim ulationen

Anders als die theoretisc he Besc hreibung b ereitet die n umerisc he Bestimm ung der Ein-

zugsb ereic he k eine prinzipiel l en Sc h wierigk eiten.

F

•

ur jede W ahl der Sp eic herk apazit

•

a t � k

•

onnen leic h t die Sollm uster �

�

i

; � =

1 ; : : : ; � � N mit b eliebiger Magnetisierung a bzw. Korrelation h �

i

�

j

i = �

ij

+ a

2

(1 � �

ij

)
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erzeugt w erden. Die Konstruktion einer Kopplungsmatrix, die die v orgegeb enen Muster

sp eic hert, gelingt dann durc h Iteration des Lernalgorithm us (24), bis die gew

•

unsc h ten

Stabilit

•

a ten der Muster erreic h t sind.

Allerdings k ann aufgrund v on �nite-size E�ekten (auc h no c h f

•

ur Netzw erk e mit N =

512 o der mehr Neuronen) die theoretisc he Grenze �

c

( � ) nic h t immer streng erreic h t

w erden. Au�erdem ist zu b eac h ten, da� die Zahl der zum Lernen n

•

otigen Iterationen

nahe der kritisc hen Stabilit

•

a t stark ansteigt. Es gilt also, einen Kompromi� zwisc hen

der erreic h ten Stabilit

•

a t und dem Rec henzeitb edarf zu �nden.

Eine L

•

osung bildet die V erw endung v on v erb esserten Lernalgorithmen. Der sc hnelle

Algorithm us v on [Abb ott & Kepler 89a ] v erringert die Zahl der n

•

otigen Lernzyklen

b etr

•

ac h tlic h, und der MinOv er-Algorithm us v on [Krauth & M � ezard 87] garan tiert das

Auf �nden der b estm

•

oglic hen Stabilit

•

a t.

Nac h der Lernphase liegt eine Kopplungsmatrix mit den gew

•

unsc h ten Stabilit

•

a ten

der Sollm uster v or. W eil die Eigensc haften des Netzw erks stark v on der v erw endeten

Dynamik abh

•

angen w erden, ist der n

•

ac hste Sc hritt die Ausw ahl und Implemen tation

einer geeign teten Dynamik.

Anders als im Hop�eld-Mo dell ist die einfac he Neub erec hn ung der Synapsen in

Gardner-Netzw erk en nic h t m

•

o glic h. Daher m u� die Kopplungsmatrix des Netzes ge-

sp eic hert w erden. In stark v erd

•

u nn ten Netzen ist es daf

•

ur g

•

unstig, die Matrix nic h t

direkt zu sp eic hern (da viele Kopplungen J

ij

= 0 sind), sondern

•

ub er Zeiger zu v erw al-

ten, um so Rec henzeit und Sp eic herplatz zu sparen.

Die Ermittlung der Einzugsb ereic he erfolgt dann nac h folgendem Algorithm us

[F orrest 88]: Es w erden T estm uster �

�;r

i

mit de�niertem

•

Ub erlapp m

0

mit einem ge-

sp eic herten Muster �

�

i

erzeugt und un ter der gew

•

a hlten Dynamik iteriert, bis Stabilit

•

a t

o der ein Zyklus erreic h t wird. F

•

ur jeden Anfangs

•

ub erlapp m

0

ergibt sic h aus der Mit-

telung

•

u b er viele derartige T estm uster der mittlere erreic h te End

•

ub erlapp m

f

, so wie

der An teil der p erfekt erk ann ten Muster f

p

.

Ein Beispiel f

•

ur die derart erhaltenen Kurv en f

p

( m

0

; � ) ist in Abbildung 1 dar-

gestellt. Die Kurv en m

f

( m

0

; � ) sind et w a in Abbildung 25 zu erk ennen. F

•

ur hohen

Anfangs

•

ub erlapp m

0

� 1 laufen fast alle T estm uster in die en tsprec henden Sollm u-

ster, f

•

ur kleine W erte v on m

0

w erden n ur w enige o der gar k eine T estm uster k orrekt

zugeordnet.

Es ist deutlic h zu erk ennen, da� die Gr

•

o �e der Einzugsb ereic he (b ei k onstan ter Sp ei-

c herk apazit

•

a t � ) tats

•

a c hlic h mit den Stabilit

•

a ten � der Muster w

•

ac hst. Die Einzugsb e-

reic he sind w esen tlic h gr

•

o�er als die p essimistisc he Absc h

•

a tzung m

c

� 1 � �= (2 N

1 = 2

)

erw arten l

•

a�t. Die analytisc he Besc hreibung des End

•

ub erlapps m

f

als F unktion des

Anfangs

•

ub erlapps m

0

ersc hein t rec h t k ompliziert.

Die Darstellung des An teils der p erfekt erk ann ten Muster dagegen zeigt ein sc harf

b egrenztes

•

Ub ergangsgebiet v on f

p

= 1 nac h f

p

= 0, und die F orm dieses

•

Ub ergangs

legt eine analytisc he Darstellung nac h

f

p

( m

0

) = (1 � f

p

( m

0

)) = a

1

exp ( N a

2

( m

0

� m

c

)) : (32)
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An teil f

p

p erfekt erk ann-

ter T estm uster als F unk-

tion v on m

0

und der Min-

deststabilit

•

at � = 0 : 25 � ,

0 : 45 � , 0 : 65 � , 0 : 90 ? . ( � =

0 : 4, N = 128)
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Abbildung 1: Beispiel f

•

ur den An teil p erfekt erk ann ter T estm uster f

p

als F unktion v on

m

0

und � .

nahe. Dab ei sind a

1

und a

2

Konstan ten, die v on den jew eiligen P arametern � und �

abh

•

angen, und m

c

ist der n umerisc he W ert f

•

ur die Gr

•

o �e des Einzugsb ereic hes: Alle

T estm uster mit m

0

> m

c

w erden mit hoher W ahrsc heinlic hk eit erk ann t, f

•

ur m

0

<

m

c

endet die Zeiten t wic klung des Netzw erks nic h t im gew

•

unsc h ten Sollm uster. Diese

Bestimm ung der Gr

•

o �e der Einzugsb ereic he b en utzt eine ganz andere Metho de, als

sie dem theoretisc hen Mo dell m

F

(31) zugrunde liegt, und l

•

a�t sic h daher auc h in

v erd

•

unn ten Netzw erk en v erw enden: Der W ert m

F

dagegen ist n ur

•

ub er die Iteration

(29) mit den Einzugsb ereic hen v erkn

•

u pft.

Sim ulationen f

•

u r v ersc hiedene Netzw erkgr

•

o �en zeigen, da� die Breite des

•

Ub ergangsb ereic hes mit N tats

•

a c hlic h gem

•

a � (32) abnimm t. Dies deutet im Grenzfall

N ! 1 auf einen Phasen

•

u b ergang [F orrest 88] und impliziert isotrop e Einzugsb erei-

c he. Ein Beispiel daf

•

ur, wie sc harf der

•

Ub ergangsb ereic h sc hon in kleinen Netzw erk en

wird, liefern die Diagramme im Absc hnitt 3.6.

Es ist zu b eac h ten, da� w egen der kleinen Anzahl v on Neuronen der in den Sim ula-

tionen v erw endeten Netzw erk e ( N < 512) die zuf

•

alligen Korrelationen der Sollm uster

v on O ( N

� 1 = 2

) nic h t v ernac hl

•

assigt w erden k

•

onnen | insb esondere f

•

ur kleine W erte des

Anfangs

•

ub erlapps m

0

. Ein T estm uster mit

•

Ub erlapp m

0 �

� N

� 1 = 2

mit einem Sollm u-

ster �

�

i

hat mit hoher W ahrsc heinlic hk eit einen gr

•

o�eren

•

Ub erlapp m

0 �

mit irgendeinem

anderen Sollm uster �

�

i

.

Die Korrektur dieses E�ekts erfordert allerdings f

•

ur jedes T estm uster die Berec h-
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n ung des

•

Ub erlapps mit allen Sollm ustern und ist daher relativ aufw endig. Es sei darauf

hingewiesen, da� [Kan ter & Somp olinsky 87 ] diese Korrektur in ihrer Sim ulation des

Pseudoin v erse-Mo dells durc hgef

•

uhrt hab en.

Nat

•

urlic h lassen sic h aus den Sim ulationen auc h alle anderen b en

•

o tigten o der

gew

•

unsc h ten Gr

•

o �en problemlos ermitteln, zum Beispiel die Kon v ergenzgesc h windig-

k eit als F unktion v on m

0

, � und � o der die f

•

ur das Mo dell (31) b en

•

o tigte Konstan te

a

0

.

3.4 Einzugsb ereic he in v erd

•

unn ten neuronalen Netzen

Die Ergebnisse der Sim ulationen an v erd

•

unn ten, fast ges

•

a ttigten Netzw erk en mit par-

alleler Dynamik sind in Abbildung 2 dargestellt. Zus

•

atzlic h sind die theoretisc hen

Mo delle m

S

(30) f

•

ur das extrem v erd

•

u nn te und m

F

(31) f

•

u r das v ollst

•

andig v erkn

•

upfte

Netz eingezeic hnet. Jeder Datenpunkt en tspric h t dab ei dem Mittelw ert aus mehreren

Sim ulationen v on Netzw erk en mit gegeb enen P arametern N , c , � und � . F

•

ur jede ein-

zelne Sim ulation wurden neue unk orrelierte Sollm uster zuf

•

allig erzeugt. Die W erte v on

m

c

en tstanden dann aus der Ausw ertung der Bezieh ung (32) f

•

ur sehr viele (mindestens

einige tausend) T estm uster. Die statistisc hen F ehler der Sim ulationen en tsprec hen et w a

der Gr
•
o �e der Sym b ole.

W egen des hohen Rec henzeitb edarfs der Sim ulationen in gro�en Netzw erk en m u�te

die Anzahl der un tersuc h ten T estm uster in den Sim ulationen mit N � 400 reduziert

w erden. Die statistisc hen F ehler dieser Sim ulationen k

•

onnen zw eimal die Gr

•

o �e der

Sym b ole erreic hen.

Die hier v orgestellten Sim ulationen der v ollst

•

andig v erkn

•

upften Netzw erk e w eisen

f

•

ur � < 0 : 5 et w as gr

•

o �ere Einzugsb ereic he auf, als sie v om Mo dell m

F

(31) v orhergesagt

w erden, sind ab er in

•

Ub ereinstimm ung mit fr

•

u heren Sim ulationen des Pseudoin v erse-

Mo dells. Ob w ohl die Stabilit

•

a ten der Muster im Pseudoin v erse-Mo dell kleiner als die im

Gardner-Mo dell erreic h ten sind, gab en [Kan ter & Somp olinsky 87] un ter V erw endung

einer �nite-size Korrektur gem

•

a �

R =

D

1 � m

c

1 � m

0

E

eine grob e N

•

aherung f

•

ur die Einzugsb ereic he mit mo di�zierter serieller Dynamik an

(dab ei wurden die Spins mit S

i

6= �

�

i

zuerst neu eingestellt):

R ( � ) � 1 � �:

Un ter V erw endung paralleler Dynamik erhielten sie sehr

•

ahnlic he W erte f

•

ur die Gr

•

o �e

der Einzugsb ereic he. F

•

ur � < 0 : 4 jedenfalls erwiesen sic h die Einzugsb ereic he der par-

allelen Dynamik als n ur w enig kleiner gegen

•

ub er der mo di�zierten seriellen Dynamik.

Dies steh t im Widerspruc h zum Mo dell (31), stimm t ab er un ter Ber

•

uc ksic h tigung

der �nite-size Korrektur gut mit den hier pr

•

a sen tierten Resultaten

•

ub erein. Die hier

v orgestellten Daten sind eb enfalls k onsisten t mit den v on [F orrest 88 ] un ter V erw endung
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serieller Dynamik und einer symmetrisc hen iterativ en Lernregel erhaltenen W erten f

•

ur

m

c

( � = 0 : 25) � 0 : 44 und m

c

( � = 0 : 5) � 0 : 75 (siehe auc h Abbildung 11).

Ob erhalb v on � � 0 : 75 allerdings stimmen die aus den Sim ulationen ermittelten

W erte f

•

u r die Gr

•

o �e der Einzugsb ereic he sehr gut mit den b eiden Mo dellen (30) und

(31)

•

ub erein.

T rotzdem stellt der aus der Iteration (31) erhaltene W ert auc h in v ollst

•

andig

v erkn

•

upften Netzw erk en n ur eine grob e N

•

aherung f

•

ur die Gr

•

o �e der Einzugsb erei-

c he dar. In Abbildung 3 sind die aus den Sim ulationen b erec hneten W erte f

•

ur die

in die Iteration (31) einzusetzende Konstan te a

0

dargestellt. Dab ei wurde die Iteration

zus

•

atzlic h auf v erd

•

unn te Netzw erk e ( c = 0 : 1) angew endet, um eine Referenz zu erhal-

ten. W enn im v erd

•

u nn ten Netzw erk tats

•

a c hlic h m

k

> � � � > m

1

> m

0

gilt, sollte die

Kurv e f

p

( a

0

) genau b ei a

0

= 0 : 5 v on f

p

= 0 auf f

p

= 1 ansteigen, und dies ist auc h

deutlic h zu erk ennen. Dagegen k ann der v on [Kepler & Abb ott 88] angegeb ene W ert

v on a

0

� 0 : 5 f

•

ur das v ollst

•

andig v erkn

•

upfte Mo dell hier nic h t b est

•

atigt w erden, ob w ohl

der

•

Ub ergang v on f

p

= 0 zu f

p

= 1 tats

•

a c hlic h sehr sc harf ausgepr

•

agt ist. Vielmehr

legen die n umerisc hen Daten f

•

ur c = 1 : 0 einen W ert v on a

0

� 0 : 6 nahe.

Um die Sim ulationen v on Netzw erk en mit v ersc hiedener Konnektivit

•

a t v ergleic hen

zu k

•

onnen, wurde die Sp eic herk apazit

•

a t � gem

•

a � � = P =C de�niert. Damit gibt � das

V erh

•

a ltnis v on der Zahl der Muster zur Zahl der Synapsen pro Neuron an. Mit dieser

Bedeutung v on � gilt auc h f

•

ur die v erd

•

unn ten Netze die Bezieh ung (17) zwisc hen �

und � .

Der

•

U b ergang v om v ollst

•

andig v erkn

•

upften Netzw erk mit allen R

•

u c kk opplungsef-

fekten zum v erd

•

unn ten Netz mit Symmetrie � � 0 ohne R

•

u c kk opplungse�ekte ist gut

zu erk ennen. Die Sim ulationen b est

•

atigen das Mo dell m

S

f

•

ur das extrem v erd

•

u nn te

Netz.

F

•

ur die n ur gering v erd

•

unn ten Mo delle wurde auf Sim ulationen b ei kleiner Sp ei-

c herk apazit

•

a t � w eitgehend v erzic h tet. Die W erte f

•

ur m

c

m

•

u ssen im Grenzfall � ! 0

o�en bar einen W ert nahe der statistisc hen Korrelation 1 =

p

N erreic hen, da hier k eine

�nite-size Korrektur auf die W erte v on m

c

angew endet wurde.

Viel in teressan ter ist der Bereic h der Sp eic herk apazit

•

a ten nahe � � 0 : 4, in dem

der

•

Ub ergang v om V erhalten des v ollst

•

andig v erkn

•

upften Netzw erks zum v erd

•

unn ten

deutlic h sic h tbar wird.

Die fast optimalen Einzugsb ereic he m

c

� N

� 1 = 2

w erden sc hon f

•

ur V erd

•

u nn ungen

c � 0 : 1 erreic h t. Es ist zu b eac h ten, da� die b ei stark er V erd

•

u nn ung resultierenden

Netzw erk e sehr klein sind und daher relativ gro�e �nite-size Fluktuationen aufw eisen.

Dieser E�ekt wird im Bereic h um � � 0 : 4 no c h v erst

•

a rkt, w eil Netzw erk e mit n ur

leic h t un tersc hiedlic hen Sp eic herk apazit

•

a ten dort durc h den stark en Anstieg v on m

c

( � )

deutlic h di�erierendes V erhalten zeigen k

•

onnen.

Deshalb ersc hein t eine Un tersuc h ung des �nite size sc aling sinn v oll, um die Eigen-

sc haften v on Netzw erk en v ersc hiedener Gr

•

o �e zu b esc hreib en. W egen des enormen

Rec henzeitb edarfs f

•

u r die Sim ulation gro�er Netzw erk e m u�te die Anzahl der Neuro-

nen auf N � 512 b egrenzt w erden. In Abbildung 4 sind die Einzugsb ereic he m

c

f

•

ur
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Numerisc h ermittelte Ein-

zugsb ereic he m

c

als F unk-

tion v on � in v erd

•

u nn-

ten Netzw erk en, v ergli-

c hen mit m

F

und m

S

.

( N = 128, c = 1 : 0 � , c =

0 : 8 � , c = 0 : 6 � , c = 0 : 4 ? )

( N = 256 c = 0 : 2 
 , c =

0 : 1 � ) ( N = 400, c = 0 : 2

� , c = 0 : 1 � ) ( N = 256,

c = 0 : 05 / ).
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Abbildung 2: Einzugsb ereic he m

c

in v erd

•

u nn ten, fast ges

•

attigten Netzw erk en mit paral-

leler Dynamik als F unktion v on � = P =C . Die Kurv en zeigen die theoretisc hen Mo delle

m

F

(ob ere) und m

S

(un tere).

An teil p erfekt er-

k ann ter T estm uster f

p

als

F unktion des P arameters

a

0

= ( m

1

� m

0

) = (1 � m

0

)

in v ollst

•

a ndig v erkn

•

u pften

und in v erd

•

unnten Netz-

w erk en. N = 128, c = 1 : 0,

� = 0 : 20 � , 0 : 30 � , 0 : 40 � .

N = 400, c = 0 : 1, / .
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Abbildung 3: Numerisc h ermittelte W erte der Konstan te a

0

f

•

ur die Fixpunktiteration.
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•
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V ergleic h der n umerisc h

ermittelten Einzugsb erei-

c he m

c

in stark v erd

•

u nn-

ten Netzw erk en mit c =

0 : 1 als F unktion v on � und

N . N = 256 � , N = 400

� , N = 512 � .

Siehe T ext.
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Abbildung 4: Numerisc h ermittelte W erte v on m

c

f

•

ur parallele Dynamik ( N = 256 bis

N = 512). Siehe auc h Abb. 5.

Netzw erk e mit N = 256, 400 und 512 Neuronen und Konnektivit

•

a t c = 0 : 1 (zusammen

mit den Mo dellen m

F

und m

S

) dargestellt.

Die en tsprec hende Darstellung als F unktion der Netzw erkgr

•

o �e �ndet sic h in Ab-

bildung 5, w ob ei zus

•

a tzlic h das V erhalten v on m

c

f

•

ur v ollst

•

andig v erkn

•

upfte Netzw erk e

mit � = 0 : 2 dargestellt ist. Die n umerisc h ermittelten Einzugsb ereic he erw eisen sic h

tats

•

a c hlic h als w eitgehend v on der Netzw erkgr

•

o �e unabh

•

a ngig. In v ollst

•

andig v erkn

•

u pf-

ten Netzw erk en ist auc h die Un tersuc h ung v on sehr kleinen Netzw erk en mit N � 128

sc hon sinn v oll m

•

oglic h und f

•

uhrt zu iden tisc hen Ergebnissen.

Die pr

•

asen tierten W erte f

•

ur die Einzugsb ereic he sollten sic h daher problemlos ex-

trap olieren lassen und k

•

onnen auc h f

•

u r gro�e Netzw erk e v erw endet w erden.

Allerdings treten do c h in einzelnen Sim ulationen w egen zu kleiner Anzahl v on aus-

gew erteten T estm ustern

"

Ausrei�er \ auf (siehe et w a Abb. 4, � = 0 : 25). Es w

•

are daher

w

•

unsc hensw ert, das hier pr

•

asen tierte V erhalten der v erd

•

u nn ten Netzw erk e durc h Sim u-

lationen an viel gr

•

o �eren Systemen v eri�zieren zu k

•

onnen.

3.5 Die Energielandsc haft

Im Hop�eld-Mo dell gelingt mit der statistisc hen Mec hanik die Berec hn ung der Mi-

nima des Hamiltonop erators E = � (1 = 2 N )

P

i;j

J

ij

S

i

S

j

des Spinglases mit den Hebb-

Kopplungen J

ij

= (1 = N )

P

j 6= i

�

�

i

�

�

j

. W egen der Symmetrie der Kopplungen sind die
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Finite-size scaling der Ein-

zugsb ereic he in stark v er-

d
•

unnten Netzw erk en ( c =

0 : 1, N = 256, 400, 512).

� = 0 : 1 � , 0 : 2 � , 0 : 3 � , 0 : 4

? .

Zus

•

atzlic h ist das V erhal-

ten v on m

c

f

•

ur v ollst

•

a n-

dig v erkn
•

u pfte Netzw erk e

mit � = 0 : 2 gezeigt ( N =

192 : : : 512) � .
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100 = N
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Abbildung 5: Finite-size scaling v on m

c

f

•

u r parallele Dynamik.

ermittelten Minima der Energie E gleic hzeitig auc h stabil un ter der seriellen o der par-

allelen Dynamik.

Die Analyse der Energienminima des Hop�eld-Mo dells zeigt ab er [Amit et. al. 85 ]

[Gardner 86 ] [Amit et. al. 87], da� die Dynamik durc h zus

•

atzlic he, unerw

•

u nsc h te spu-

rious states , insb esondere Misc hzust

•

ande (Lineark om binationen der Sollm uster) und

spinglas-artige Zust

•

a nde, b ehindert wird. Au�erdem sind Zyklen als A ttraktoren

m

•

oglic h.

Symmetrisc he Kopplungen J

ij

= J

j i

k

•

o nnen im Gardner-Netzw erk b ei V erw endung

der einfac hen iterativ en Lernregeln nic h t garan tiert w erden (und lassen sic h n ur durc h

die V erw endung der Lernregel mit � J

ij

= ( �

i�

+ �

j �

) �

�

i

�

�

j

erzwingen). Nat

•

urlic h k ann

nac h der Lernphase f

•

ur jede Kon�guration f S

i

g des Netzw erks wieder die Energie

E = �

1

2 N

X

i;j

J

ij

k J

i

k

S

i

S

j

b erec hnet w erden. F

•

ur ein Sollm uster �

�

i

f

•

allt E trivial mit den erreic h ten Stabilit

•

a ten

zusammen, E = � (1 = 2 N )

P

i

�

i�

. Allerdings w erden die Minima dieser Energie nic h t

mehr genau mit den dynamisc h stabilen Kon�gurationen

•

u b ereinstimmen, w enn die

Kopplungen einen asymmetrisc hen An teil aufw eisen.

T rotzdem ist es in teressan t, die durc h die An w endung der iterativ en Lernregel er-

zeugte Energielandsc haft zu un tersuc hen. Zum einen sind die nac h iterativ em Lernen
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•
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resultierenden Kopplungsmatrizen (in v ollst

•

andig v ernetzten Netzw erk en) fast symme-

trisc h. Zum anderen zeigen die Rec hn ungen v on [Nardulli & P asquariello 90], da� sic h

die optimalen W erte der Stabilit

•

a ten auc h mit der symmetrisc hen Lernregel erreic hen

lassen.

In den hier durc hgef

•

u hrten Sim ulationen wurden auc h mit der einfac hen Lernregel

in v ollst

•

andig v erkn

•

upften Netzw erk en durc h w eg W erte v on � � 0 : 9 : : : 0 : 95 erreic h t.

Das b edeutet, da� die Minima der Energie zw ar nic h t genau mit dynamisc h stabilen

Zust

•

anden

•

ub ereinstimmen m

•

ussen, ab er zumindest stark mit diesen k orreliert sind.

T ats

•

a c hlic h fand sic h in den Sim ulationen k ein Sollm uster, da� in mehr als zw ei P osi-

tionen (Spins) v om b enac h barten lok alen Minim um v on E ab wic h.

Ein

•

Ub erblic k

•

ub er die Gestalt der Energielandsc haft rund um ein jew eils willk

•

u rlic h

herausgegri�enes Sollm uster ist in Abbildung 6 als F unktion des

•

Ub erlapps mit dem

Muster und f

•

ur v ersc hiedene Sp eic herk apazit

•

a ten � dargestellt. Es ist nat

•

urlic h

unm

•

oglic h, die Energie f

•

ur alle Kon�gurationen zu b erec hnen, die sic h v on einem Mu-

ster in 1 ; 2 ; : : : k P ositionen un tersc heiden: Die Anzahl dieser Zust

•

ande w

•

ac hst mit

�

N

k

�

.

Deshalb wurden f

•

u r jedes k Mittelw erte

•

ub er et w a 1000 zuf

•

allig ausgew

•

a hlte Kon�-

gurationen gebildet. Gleic hzeitig wurden f

•

ur jedes k auc h die Minima und Maxima

der Energien der un tersuc h ten Kon�gurationen gesp eic hert. Auf die Suc he nac h den

globalen Minima/Maxima in einer En tfern ung k v om jew eiligen Muster wurde jedo c h

v erzic h tet. (Die Probleme einer derartigen Un tersuc h ung im bin

•

a ren Netzw erk w erden

v on [F on tanari & K

•

ob erle 90] gesc hildert.)

Es ist gut zu erk ennen, da� das Minim um v on E b ei den gezeigten Daten tats

•

a c hlic h

mit dem jew eiligen Sollm uster

•

ub ereinstimm t. Mit der gew

•

a hlten Sk ala k ann gleic h-

zeitig die erreic h te Stabilit

•

a t des jew eiligen Sollm usters b equem abgelesen w erden. Die

Minima v on E sind f
•

u r kleine und mittlere W erte der Sp eic herk apazit
•
a t � � 0 : 05 : : : 0 : 4

sehr deutlic h ausgepr

•

a gt, f

•

ur h

•

ohere Sp eic herk apazit

•

a ten ist deutlic h das Auftreten lo-

k aler Minima | und damit v on spurious states | zu erk ennen. (Dab ei ist zu b eac h ten,

da� die gezeigten Punkte die

•

u b er jew eils et w a 1000 Kon�gurationen gemittelte Energie

im Netzw erk darstellen.)

Die detaillierte Un tersuc h ung der spurious states ist in den Sim ulationen problema-

tisc h und erfordert in jedem F all einen enormen Rec henaufw and:

W enn b ei der Iteration eines T estm usters ein dynamisc h stabiler Zustand auftritt,

der nic h t mit dem gew

•

unsc h ten Sollm uster

•

ub ereinstimm t, so m u� zun

•

ac hst un tersuc h t

w erden, ob der Endzustand nic h t einfac h ein anderes Sollm uster ist. Dieses Erk ennen

des

"

falsc hen \ Sollm usters wurde jedo c h n ur in sehr kleinen Netzw erk en (mit N < 64)

b eobac h tet. In gr

•

o �eren Netzw erk en k onn te auc h b ei sehr kleinem Anfangs

•

u b erlapp der

T estm uster n ur

•

au�erst selten die Kon v ergenz gegen ein anderes Sollm uster ermittelt

w erden.

Dagegen treten un ter paralleler Dynamik Zyklen h

•

au�g als A ttraktoren auf. F ast

alle ermittelten Zyklen hatten die L

•

ange 2, Zyklen der L

•

ange 4 wurden n ur in et w a

0 : 1% aller Zyklen b eobac h tet, l

•

angere Zyklen nie. Un ter V erw endung der seriellen Dy-

namik wurden k eine Zyklen b eobac h tet (b ei asymmetrisc hen Kopplungen sind Zyklen
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auc h mit serieller Dynamik m

•

oglic h). Auc h b ei V erw endung der sp

•

ater zu b esprec hen-

den mo di�zierten Dynamik en mit memory-terms (27) k onn ten k eine Zyklen ermittelt

w erden.

Die n

•

ac hste F rage b etri�t die Existenz v on dynamisc h stabilen Misc hzust

•

anden

der Sollm uster. Die W ahrsc heinlic hk eit f

•

ur das Auftreten derartiger Misc hzust

•

ande ist

jedo c h (zumindest f

•

ur � < 1 : 0) extrem gering. Der f

•

uhrende T erm en tsteh t durc h eine

Lineark om bination v on drei Sollm ustern, und ist prop ortional zu

�

P

3

�

(6 = 8)

N

, w eil n ur

6 der 8 m

•

oglic hen Einstellungen v on �

a

i

, �

b

i

und �

c

i

wieder einen W ert � 1 ergeb en.

Keiner der in den Sim ulationen aufgefundenen spurious states k onn te als Misc h-

zustand iden ti�ziert w erden. Dab ei wird selbstv erst

•

a ndlic h nic h t v ersuc h t, die stabile

Endk on�guration mit allen m

•

o glic hen Lineark om binationen v on 3, 5, : : : Mustern zu

v ergleic hen. Vielmehr gelingt die Klassi�k ation

•

u b er die Energie des spurious state:

W egen der Linearit

•

a t der Summation der lok alen F elder ergibt sic h f

•

ur einen Misc hzu-

stand dieselb e Energie wie f

•

ur die gesp eic herten Sollm uster.

Aus dieser Bezieh ung resultiert die Darstellung in Abbildung 7. Dort ist die mittlere

Energie der Sollm uster und der dynamisc h stabilen spurious states als F unktion des

Anfangs

•

ub erlapps m

0

mit dem jew eiligen Sollm uster f

•

u r v ersc hiedene W erte v on � =

0 : 2 : : : 0 : 6 aufgetragen. Alle Datenpunkte sind das Ergebnis einer Mittelung

•

ub er eine

gro�e Anzahl v on T estm ustern.

Die Energien der Sollm uster sollten nat

•

urlic h v om Anfangs

•

ub erlapp v

•

o llig un-

abh

•

angig sein. Die abgebildeten Daten f

•

ur die Sollm uster en tstanden durc h die Mit-

telung der Energie der v om Netzw erk ric h tig erk ann ten Zust

•

ande. Es ist zu b eac h ten,

da� mit den iterativ en Lernregeln die Einstellung wirklic h iden tisc her Stabilit

•

a ten f

•

ur

die Sollm uster sehr sc h wierig ist; die nac h dem Lernen erreic h ten Stabilit

•

a ten w eic hen

um bis zu � E � 0 : 1 v oneinander ab.

W eit im Inneren der Einzugsb ereic he sind die W erte daher praktisc h unabh

•

a ngig

v om Anfangs

•

ub erlapp. Nahe der Grenze der Einzugsb ereic he w erden jedo c h einige

Muster h

•

au�ger erk ann t als andere, und daher w erden die kleinen Un tersc hiede in den

Stabilit

•

a ten der v ersc hiedenen Sollm uster deutlic h. ( N = 128, � = 0 : 2 
 , � = 0 : 4 � ,

� = 0 : 6 � ). Au�erhalb der Einzugsb ereic he sind die Energien f

•

ur die Sollm uster nic h t

eingezeic hnet, w eil diese v om Netz auc h nic h t mehr erk ann t wurden.

Die ermittelten Energien der spurious states sind f

•

ur � = 0 : 2 � fast k onstan t (also

unabh

•

a ngig v om Anfangs

•

ub erlapp) und n ur w enig gr

•

o �er als die Energien der Soll-

m uster. Au�erhalb der Einzugsb ereic he zeigen auc h die Sim ulationen f

•

ur � = 0 : 4 ?

und 0 : 6 � dieses V erhalten. Allerdings zeigt sic h zus

•

atzlic h, da� die Energien der spu-

rious states sic h an der Grenze der Einzugsb ereic he an die Energien der Sollm uster

ann

•

ahern. Dies deutet darauf hin, da� die Energielandsc haft (w enigstens ob erhalb v on

� � 0 : 4) die Struktur eines Zentr almassivs b ek omm t: Rund um das globale Minim um

(das Sollm uster) gibt es eine Anzahl v on lok alen Minima mit langsam an w ac hsenden

Energien.

F

•

ur � = 0 : 4 ist zus

•

atzlic h die Energie der un ter V erw endung der memory-term

Dynamik (27) erreic h ten spurious states gezeigt. Diese liegt viel n

•

aher an der Energie
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Energie der Kon�gura-

tionen �

�;r

i

um ein ge-

sp eic hertes Muster �

�

i

als

F unktion des

•

Ub erlapps

und � .

( N = 128, � = 0 : 05 � ,

0 : 11 � , 0 : 20 ? , 0 : 40 � , 0 : 72

� , 0 : 82 
 , 0 : 92 � ).
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Abbildung 6: Energien E = � (1 = 2 N )

P

i

h

i

S

i

der Kon�guration f S g als F unktion des

•

Ub erlapps mit einem Sollm uster �

�

i

f
•

ur v ersc hiedene W erte � = 0 : 05, : : : 0 : 92.

Energie E =

P

i;j

J

ij

S

i

S

j

der unerw

•

u nsc hten dyna-

misc h stabilen Zust

•

a nde

als F unktion des Anfangs-

•

ub erlapps mit einem Mu-

ster �

�

i

. Siehe T ext. ( N =

128, � = 0 : 2 E

spur
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Abbildung 7: Energien E = � (1 = 2 N )

P

i

h

i

S

i

der spurious states b ei paralleler Dyna-

mik als F unktion des Anfangs

•

ub erlapps der T estm uster �

�;r

i

mit �

�

i

.
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der Sollm uster als die Energie der spurious states un ter paralleler Dynamik. Im F ehlen

der Datenpunkte ob erhalb v on m

0

� 0 : 7 zeigt sic h, da� die memory-term Dynamik

au�erdem gr

•

o�ere Einzugsb ereic he erm

•

o glic h t, siehe Absc hnitt 3.7.

3.6 Phase-Space-Gardening

Un ter dem Sc hlagw ort phase-sp ac e-gar dening v ersteh t man T ec hnik en, um die Energie-

landsc haft eines Systems gezielt zu mo dellieren. In Spinglas-Netzen stellt sic h dab ei die

F rage, ob die Gr

•

o �e der Einzugsb ereic he der Sollm uster b eim Lernen gezielt eingestellt

w erden k ann und ob ihre Gestalt zu b eein
ussen ist.

Dazu k ommen v or allem zw ei Metho den in F rage. Eine b esondere F orm der ite-

rativ en Lernregel, das sogenann te le arning with noise lern t nic h t n ur die Sollm uster

selbst, sondern stellt die Kopplungen so ein, da� auc h leic h t gest

•

o rte V ersionen der

Sollm uster in einem Zeitsc hritt in das jew eilige Sollm uster w andern (un ter paralleler

Dynamik). Einige in teressan te Resultate in Bezug auf die Sp eic herung v on W orten in

derartigen Netzw erk en w erden v on [Gardner 89c] diskutiert. Das Ausma�, bis zu dem

der Phasenraum mit dieser Lernregel mo delliert w erden k ann, ist ab er bisher no c h nic h t

un tersuc h t w orden: Learning with noise ist sehr aufw endig, da dem Netzw erk zu jedem

Muster auc h viele leic h t gest

•

orte V ersionen angeb oten w erden m

•

ussen.

Die einfac here M

•

o glic hk eit ist, die gew

•

unsc h ten Stabilit

•

a ten b eim gew

•

ohnlic hen ite-

rativ en Lernen nic h t alle gleic h gro� zu w

•

ahlen, sondern f

•

u r jedes Sollm uster seine indi-

viduelle Stabilit

•

a t �

i�

zu fordern. Jedes Muster wird dann gelern t, w enn die erreic h te

Stabilit

•

a t kleiner als �

i�

ist. Die Kon v ergenz der Lernregeln ist w eiterhin gesic hert,

solange

•

ub erhaupt eine L

•

osung f

•

ur die W ahl der Synapsen existiert (siehe Anhang B).

Im Prinzip sollte der Einzugsb ereic h jedes Muster mit einer derartigen Lernregel

individuel l eingestellt w erden k

•

onnen. Nat

•

urlic h ist zu erw arten, da� die Gestalt der

Einzugsb ereic he (n

•

a herungsw eise isotrop) sic h nic h t

•

andert, sondern n ur deren Radius.

Die Ergebnisse einiger Sim ulationen mit einer derartigen Lernregel sind in den Ab-

bildungen 8 bis 10 f

•

ur Sp eic herk apazit

•

a ten � = 0 : 2, 0 : 4 und 0 : 6 dargestellt. Die Stabi-

lit

•

a ten einiger Muster wurden jew eils willk

•

u rlic h zu �

1

= 2 : 0 und �

2

= 1 : 5 gew

•

a hlt, f

•

ur

die

•

u brigen Muster wurde der f

•

u r S

•

attigung no c h m

•

o glic he W ert gefordert. Zur Aus-

w ertung wurde dann f

•

ur jedes Muster �

�

i

einzeln sein Einzugsb ereic h durc h Mittelung

•

ub er viele T estm uster �

�;r

i

b erec hnet.

Es gelingt tats

•

a c hlic h, die Einzugsb ereic he der Muster individuel l zu w

•

ahlen. Durc h

die Einstellung einer Mindeststabilit

•

a t �

1

= 2 : 0 f

•

ur einige Muster ist es selbst b ei

� = 0 : 6 problemlos m

•

o glic h, f

•

ur diese Muster fast optimale Einzugsb ereic he zu er-

zeugen, w

•

ahrend die

•

ubrigen Muster n ur sehr kleine Einzugsb ereic he aufw eisen, siehe

Abbildung 10.

Die Sim ulationen zeigen, da� die Gr

•

o�e der Einzugsb ereic he der Muster mit gro�en

Mindeststabilit

•

a ten �

1

= 2 : 0 und �

2

= 1 : 5 fast nic h t v on der Sp eic herk apazit

•

a t �

| und damit v on den Stabilit

•

a ten der

•

ubrigen Muster | abh

•

angt. Daher l

•

a �t sic h

tats

•

a c hlic h f

•

u r jedes Muster sein Einzugsb ereic h fast unabh

•

angig v on anderen Mustern
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Phase-space-gardening:

Anteil f

p

(%) p erfekt er-

k annter Muster als F unk-

tion des Anfangs

•

u b erlapps

im ges

•

attigten Netzw erk

mit � = 0 : 2 und meh-

reren Grupp en v on Mus-

tern mit folgenden Stabi-

lit
•
a ten: �

1

= 2 : 0 � , � ;

�

2

= 1 : 5 
 ; �

3

= 1 : 0 � ,

/ ; ( N = 128).
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Abbildung 8: Phase-space-gardening f

•

ur � = 0 : 2.

einstellen, solange das Netzw erk insgesam t un terhalb der S

•

attigung bleibt.

Die Abbildungen zeigen f

•

ur iden tisc he W erte v on �

i

mehrere, leic h t gegeneinander

v ersc hob ene Kurv en: Dies ist darauf zur

•

uc kzuf

•

u hren, da� sic h mit der v erw endeten

Lernregel in den kleinen Netzw erk en die Stabilit

•

a ten f

•

ur v ersc hiedene Muster nic h t ex-

akt iden tisc h einstellen lassen. Au�erdem sind die Fluktuationen in diesen Sim ulationen

relativ gro�, w eil n ur eine relativ kleine Anzahl v on T estm ustern un tersuc h t wurde. Es

ist ab er auc h zu erk ennen, da� die aus diesen Darstellungen zu ermittelnden W erte f

•

ur

die Gr

•

o �e der Einzugsb ereic he trotz der geringen Anzahl v on T estm ustern sc hon rec h t

genau ermittelt w erden k

•

onnen und da� die kleinen Di�erenzen der Stabilit

•

a ten auc h

zu n ur kleinen Di�erenzen in der Gr

•

o �e der Einzugsb ereic he f

•

uhren: So stimmen f

•

ur

� = 0 : 4 (Abbildung 9) so w ohl f

•

ur � = 1 : 5 als auc h f

•

ur � = 0 : 9 die en tsprec henden

W erte v on m

c

sehr gut (b esser als � m

c

� 0 : 02)

•

ub erein.

Die Einstellung individuel le r Einzugsb ereic he f

•

ur v ersc hiedene Muster k ann zum

Beispiel dazu b en utzt w erden, einen inaktiv en Zustand des Netzw erks herv orzuheb en

(Auszeic hn ung eines Musters durc h W ahl eines gro�en Einzugsb ereic hes, in den auc h

alle spurious states hineinlaufen).

Es m u� angemerkt w erden, da� auc h der klassisc he Algorithm us aus Absc hnitt 2.3.2

in dieser W eise erw eitert w erden k ann. Dazu reic h t es aus, f

•

ur jedes gesp eic herte Muster

zus

•

atzlic h einen F aktor 0 � a

�

� 1 anzugeb en, und das T estm uster �

( r )

dem Muster

mit dem gr

•

o �ten

•

Ub erlapp m

�

= ( a

�

= N )

P

j

�

�

j

�

( r )

j

zuzuordnen
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An teil f

p

(%) p erfekt er-

k annter Muster als F unk-

tion des Anfangs

•

u b erlapps

im ges

•

attigten Netzw erk

mit � = 0 : 4 und mehreren

Grupp en v on Stabilit

•

a ten:

�

1

= 2 : 0 � , 
 ; �

2

= 1 : 5 ? ;

�

3

= 0 : 9 � , � ; ( N = 128).
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Abbildung 9: Phase-space-gardening f

•

ur � = 0 : 4.

An teil f

p

(%) p erfekt er-

k annter Muster als F unk-

tion des Anfangs

•

u b erlapps

im ges

•

attigten Netzw erk

mit � = 0 : 6 und mehreren

Grupp en v on Stabilit

•

a ten:

�

1

= 2 : 0 � ; �

2

= 1 : 5 � ;

�

3

= 0 : 6 ? , � , � ; ( N =

128).
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Abbildung 10: Phase-space-gardening f

•

ur � = 0 : 6.
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•

UNNTEN NETZWERKEN

3.7 Async hrone Dynamik, Memory-T erm e

Ob w ohl eine async hrone, serielle Dynamik f

•

ur die Mo dellierung biologisc her Systeme

viel realistisc her ersc hein t als die parallele Dynamik, ist die Konstruktion eines theore-

tisc hen Mo dells der dynamisc hen Eigensc haften der seriellen Dynamik stark ersc h w ert.

Sc hon nac h dem Umsc halten n ur eines einzigen Neurons,

•

a ndern sic h die lok alen F elder

aller anderen Neuronen. Die f

•

ur parallele Dynamik abgeleiteten F ormeln gelten also

f

•

ur async hrone Dynamik n ur bis zum Flip eines Neurons. Zus

•

atzlic h k omm t hinzu, da�

die Reihenfolge der Spin
ips nat

•

urlic h nic h t festgelegt sein m u�.

Die Ergebnisse v on Sim ulationen gro�er Ising-Systeme lassen allerdings erw ar-

ten, da� die Resultate nic h t v on den Details der Reihenfolge des Up date abh

•

angen

[Ko ehler et. al. 89].

Die Sim ulationen zeigen, da� das V erhalten der Netzw erk e un ter serieller Dynamik

(Up date in der Reihenfolge 1 ; : : : ; N ) sic h gegen
•

ub er der V erw endung der parallelen

Dynamik k aum

•

a ndert. Insb esondere l

•

a�t sic h wieder der

•

Ub ergang v om V erhalten des

v ollst

•

andig v erkn

•

u pften Mo dells zum v erd

•

unn ten b eobac h ten.

Die Einzugsb ereic he der Muster w erden mit steigender V erd

•

u nn ung immer gr

•

o �er

und sc heinen im Grenzfall stark er V erd

•

u nn ung wieder optimal zu sein, sind allerdings

kleiner als un ter V erw endung paralleler Dynamik. Der

•

Ub ergang v on der sync hronen

parallelen zur async hronen seriellen Dynamik wirkt sic h ab er n ur sc h w ac h aus.

Leider erlaub en die n umerisc hen Daten k eine En tsc heidung dar

•

ub er, ob die opti-

malen Einzugsb ereic he wieder b ei � � 0 : 41 auftreten. Auc h hier wurde wieder auf

Sim ulationen b ei geringer Sp eic herk apazit

•

a t � v erzic h tet. Die Einzugsb ereic he d

•

urften

b ei � ! 0 immer gr

•

o �er w erden und sc hlie�lic h einen W ert nahe 1 =

p

N erreic hen. Die

f

•

ur die v ollst

•

a ndig v erkn

•

upften Netze ermittelten W erte v on m

c

stimmen mit den v on

[F orrest 88] angegeb enen Daten gut

•

ub erein.

Dagegen zeigt die V erw endung einer Dynamik mit Ged

•

ac h tnistermen stark e

V er

•

anderungen in der Gr

•

o �e der Einzugsb ereic he. Die b en utzte memory2- Dynamik ist

S

i

( t + 1) = sgn

�

1

2

h

i

( t ) +

1

2

h

i

( t � 1)

�

: (33)

Zum Start der Dynamik mit einem neuen T estm uster wird S

i

( t � 1) = S

i

( t ) = �

�;r

i

gesetzt. Die Einzugsb ereic he sind f

•

ur alle W erte v on � gr

•

o �er als die un ter paralleler

o der serieller Dynamik ermittelten, siehe Abbildung 12.

Dies ist zum einen darauf zur

•

u c kzuf

•

uhren, da� die memory-Dynamik Zyklen un-

terdr

•

uc kt, zum anderen auf das Ausmitteln v on winzigen lok alen Energieminima. Die

unerw

•

u nsc h ten stabilen Endzust

•

ande un ter paralleler (o der serieller) Dynamik w erden

normalerw eise sc hon nac h dem Umsc halten w eniger Neuronen instabil, und die V er-

w endung der memory-term Dynamik k ann daher eine deutlic he V erb esserung bringen.

Ob erhalb v on � � 1 : 0 sind die Einzugsb ereic he allerdings auc h mit dieser Dynamik

extrem klein.
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Numerisc h ermittelte Ein-

zugsb ereic he m

c

als F unk-

tion v on � in v erd

•

unn-

ten Netzw erk en mit seriel-

ler Dynamik. ( N = 128,

c = 1 : 0 � , c = 0 : 8 � , c =

0 : 6 ? , = 0 : 4 � ) ( N = 256,

c = 0 : 2 � ) ( N = 400,

c = 0 : 2 
 ).
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Abbildung 11: Einzugsb ereic he m

c

in v erd

•

unn ten Netzw erk en mit serieller Dynamik,

v erglic hen mit m

F

und m

S

.

Numerisc h ermittelte Ein-

zugsb ereic he m

c

in v er-

d
•

unnten Netzw erk en mit

memory- Dynamik. ( N =

128, c = 1 : 0 � , c = 0 : 8 � ,

c = 0 : 6 � , c = 0 : 4 ? ) ( N =

256 c = 0 : 2 � ) ( N = 400

c = 0 : 2 � , c = 0 : 1 
 ).
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Abbildung 12: Einzugsb ereic he m

c

in v erd

•

unn ten Netzw erk en un ter Dynamik mit me-

mory terms , v erglic hen mit m

F

und m

S
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•

UNNTEN NETZWERKEN

Numerisc h ermittelte Ein-

zugsb ereic he m

c

als F unk-

tion v on � in v erd
•

unn ten

Netzw erk en mit memory-

3- Dynamik. ( N = 128

c = 1 : 0 � , c = 0 : 8 � ,

c = 0 : 6 � , c = 0 : 4 ? ).
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Abbildung 13: Einzugsb ereic he m

c

in v erd

•

u nn ten Netzw erk en un ter Dynamik mit

memory-terms (3), v erglic hen mit m

F

und m

S

.

V ergleic h der n umerisc h

ermittelten Einzugsb erei-

c he in v ollst

•

a ndig v er-

kn

•

upften Netzw erk en als

F unktion v on � . ( N =

128)

parallele Dynamik � ,

memory-Dyna m ik � ,

memory-3-D ynam i k � ,

serielle Dynamik ? .
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Abbildung 14: Einzugsb ereic he m

c

in v ollst

•

andig v ernetzten Netzw erk en als F unktion

v on � f

•

u r parallele-, memory2- und memory3-Dynamik, v erglic hen mit m

F

und m

S

.
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Der

•

Ub ergang zu w eiteren memory-T ermen ( memory3-Dynamik ),

S

i

( t + 1) = sgn

�

1

3

h

i

( t ) +

1

3

h

i

( t � 1) +

1

3

h

i

( t � 2)

�

: (34)

zeigt k eine nennensw erte V erb esserung der Eigensc haften des Netzw erks, siehe Ab-

bildung 13. Deshalb wurde auf Sim ulationen in st

•

a rk er v erd

•

unn ten Netzw erk en mit

memory3-Dynamik v erzic h tet: Die Einzugsb ereic he sind dort ja auc h b ei V erw endung

der einfac heren dynamisc hen Regeln sehr gro� und der Einsatz k omplizierterer Dyna-

mik ist nic h t not w endig. In Abbildung 12 sind auc h einige Sim ulationen b ei kleiner

Sp eic herk apazit

•

a t � � 0 : 2 dargestellt; man erk enn t, da� die Einzugsb ereic he nic h t die

maximale Gr

•

o �e erreic hen, sondern durc h die zuf

•

alligen Korrelationen der T estm uster

mit den gesp eic herten Mustern b egrenzt w erden.

Die n

•

ac hste Abbildung 14 zeigt die aus allen Sim ulationen erhaltenen Ergebnisse im

V ergleic h der parallelen und seriellen Dynamik mit memory2- und memory3-Dynamik,

und zw ar f

•

ur v ollst

•

andig v erkn

•

u pfte Netzw erk e. Es ist deutlic h zu erk ennen, da� die

Einzugsb ereic he n ur f

•

ur � > 0 : 4 v ergr

•

o �ert w erden. Die Einzugsb ereic he der seriellen

Dynamik sind un terhalb v on � � 0 : 4 am kleinsten, ob erhalb v on � � 0 : 4 ab er sogar

et w as gr

•

o �er als mit paralleler Dynamik.

Auc h in v erd

•

unn ten Netzw erk en b ewirkt die V erw endung der Dynamik (33) eine

V erb esserung der Einzugsb ereic he. Dies ist zum Beispiel in Abbildung 12 leic h t daran

zu erk ennen, da� die Kurv e m

c

( � ) im Gebiet un terhalb der f

•

ur das Mo dell (30) b e-

rec hneten Kurv e v erl

•

auft. Wie stark sic h die Einzugsb ereic he im v erd

•

u nn ten Netzw erk

durc h die V erw endung der memory2-Dynamik (27) v ergr

•

o �ern, (o der ob der

•

Ub ergang

zu optimalen Einzugsb ereic hen auc h wieder b ei � = 0 : 41 erfolgt), k ann mit den hier v or-

gestellten Sim ulationen leider nic h t gekl

•

art w erden. Um das V erhalten der Netzw erk e in

diesem Bereic h genauer b estimmen zu k

•

onnen, ist die Un tersuc h ung w esen tlic h gr

•

o �erer

Netzw erk e n

•

otig.

3.8 Kon v ergenzgesc h windigk eit

Die Besc hreibung der dynamisc hen Eigensc haften der neuronalen Mo delle erfordert

neb en der Un tersuc h ung der Gr

•

o �e und Gestalt der Einzugsb ereic he, so wie der Klassi-

�k ation unerw

•

unsc h ter A ttraktoren auc h no c h eine Analyse der Kon v ergenzgesc h win-

digk eit.

Un ter diesem Begri� soll hier die Anzahl der Iterationen der jew eiligen Dynamik bis

zum Erreic hen eines Fixpunktes o der eines Zyklus v erstanden w erden. Die Bezeic hn ung

soll w egen ihrer Pr

•

agnanz trotz der o�ensic h tlic hen M

•

a ngel v erw endet w erden.

F

•

ur jedes neuronale Mo dell mit A ttraktordynamik ist die Anzahl der Iterationen

bis zum Erreic hen eines dynamisc h stabilen Zustandes o�en bar ein wic h tiger P arame-

ter: Wie sc hnell erreic h t das Netzw erk ausgehend v on einer Startk on�guration den

n

•

ac hstgelegenen A ttraktor?

Insb esondere f

•

ur An w endungen neuronaler Netzw erk e ist daf

•

u r die mittlere Anzahl

v on Iterationen bis zum Erreic hen eines Fixpunkts die naheliegende | und zudem allein
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zug

•

anglic he | Gr

•

o �e. W enn die Dynamik des Netzw erks in einer T estk on�guration

f S

i

(0) g gestartet wird, ist ja v on au�en w eder abzusehen, wie sc hnell das Netzw erk

dieses T estm uster ric h tig erk ennen wird o der ob es gar einen spurious state o der einen

Zyklus erreic h t.

Ein Fixpunkt in der Dynamik des Netzw erks l

•

a�t sic h dab ei leic h t ermitteln, indem

die Zust

•

ande f S

i

( t ) g und f S

i

( t � 1) g v erglic hen w erden. F

•

ur eine Dynamik mit memory-

terms m u� dieser V ergleic h nat

•

urlic h en tsprec hend auc h auf f S

i

( t � 2) g usw. ausgedehn t

w erden.

Dagegen ist es f

•

ur das Netzw erk (lok al) v

•

o llig unm

•

oglic h, Zyklen der Dynamik zu

erk ennen. Auc h in den Sim ulationen ist es sehr aufw endig, nac h Zyklen zu suc hen.

Die einfac hste Metho de, n

•

amlic h der V ergleic h v on f S

i

( t ) g mit allen v orangegangenen

Zust

•

anden f S

i

( t � m ) g , reic h t zw ar aus, um Zyklen zu en tdec k en, ist ab er auc h sehr

aufw endig: Die Anzahl der nac h jeder Iteration durc hzuf

•

u hrenden V ergleic he steigt

linear mit der Anzahl der sc hon ausgef

•

uhrten Iterationen an. Ein b esserer Algorithm us

b esteh t darin, die erreic h ten Kon�gurationen zu ordnen (et w a indem das Bitm uster

der S

i

( t ) als In teger b etrac h tet wird), und die jew eils aktuelle Kon�guration f S

i

( t ) g

des Netzw erks mit der gr

•

o �ten bisher erreic h ten zu v ergleic hen. Da die Dynamik des

Netzw erks deterministisc h ist, liegt ein Zyklus v or, w enn die gr

•

o �te Kon�guration ein

zw eites Mal erreic h t wird.

Zum Gl

•

uc k treten kurze Zyklen n ur un ter V erw endung paralleler Dynamik h

•

au�g

auf, und in den Sim ulationen k onn te deshalb auf die En tdec kung v on Zyklen w eitgehend

v erzic h tet w erden. Die H

•

au�gk eit v on Zyklen wurde n ur f

•

ur parallele Dynamik und

kleine Netzw erk e ( N = 128) un tersuc h t. Es zeigt sic h, da� mehr als 99 : 8% aller Zyklen

un ter V erw endung paralleler Dynamik die L

•

ange 2 aufw eisen, alle

•

ubrigen Zyklen hatten

die L
•
ange 4. Zyklen mit ungerader Anzahl v on Iterationen o der mit einer L

•
ange v on

mehr als 4 Iterationen k onn ten in den Sim ulationen

•

u b erhaupt nic h t b eobac h tet w erden.

Dab ei ist allerdings zu b eac h ten, da� auc h sehr lange Zyklen auftreten k

•

o nnen,

die das Netzw erk durc h gro�e T eile seines Phasenraums f

•

uhren, siehe [Gardner 89a].

Derartige lange Zyklen k

•

onnen mit Hilfe v on Sim ulationen nic h t nac hgewiesen w erden.

T ats

•

a c hlic h m u�te in den Sim ulationen f

•

ur T estm uster mit kleinen Anfangs

•

u b erlapps

m

0

h

•

au�g eine sehr gro�e Anzahl v on Iterationen der Dynamik ausgef

•

uhrt w erden,

ohne da� ein Fixpunkt erreic h t w erden k onn te. Die Zeiten t wic klung der Dynamik m u�

daher abgebro c hen w erden, w enn ein T estm uster nac h vielen Iterationen w eder einen

Fixpunkt no c h einen kurzen Zyklus erreic h t hat.

Es ist nat

•

urlic h m

•

o glic h, die Dynamik der Netzw erk e v on v ornherein willk

•

u rlic h

nac h einer k onstan ten Anzahl v on Iterationen abzubrec hen, unabh

•

angig da v on, ob ein

dynamisc h stabiler Zustand erreic h t wurde o der nic h t. Insb esondere wird in einigen

Mo dellen die Dynamik auf eine einzige Iteration b esc hr

•

ankt (et w a im sparse-co ding

Netzw erk v on Willsha w und P alm [Anderson & Rosenfeld 88 ]). Dies b edingt ab er auc h

ganz andere W erte f

•

ur die Gr

•

o �e der Einzugsb ereic he und soll hier nic h t w eiter un ter-

suc h t w erden.

Die Un tersuc h ung der Gr

•

o �e der Einzugsb ereic he wird dadurc h erleic h tert, da� das
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Mo dell (32) den V erlauf der F unktionen f

p

( m

0

) in allen un tersuc h ten Netzw erk en |

nahe o der fern der S

•

attigung und unabh

•

a ngig v on der v erw endeten Dynamik | nac h

Anpassung seiner P arameter sehr genau b esc hreibt: Insb esondere w erden in gro�en

Netzw erk en fast alle T estm uster mit Anfangs

•

ub erlapp m

0

> m

c

v om Netz k orrekt

erk ann t w erden. Und die Bezieh ung (32) ist gut erf

•

ullt, ob w ohl die T estm uster mit mit

kleinerem Anfangs

•

ub erlapp m

0

< m

c

en t w eder anderen Sollm ustern zugeordnet w erden

k

•

onnen o der in spurious states o der in Zyklen enden. Man k

•

onn te daher erw arten, da�

sic h auc h w eitere dynamisc he Eigensc haften der Netzw erk e derart einfac h b esc hreib en

lassen.

Die Sim ulationen zeigen f

•

ur die Anzahl der Iterationen bis zum Erreic hen eines

A ttraktors allerdings ein sehr viel k omplexeres V erhalten, als das einfac he Ergebnis f

•

ur

die Gr

•

o�e der Einzugsb ereic he erw arten l

•

a �t.

Ein Bespiel f

•

ur die Kon v ergenzgesc h windigk eit in v ollst

•

andig v erkn

•

upften Netzw er-

k en mit N = 128 un ter paralleler Dynamik zeigt Abbildung 15 f

•

ur � = 0 : 2, 0 : 4 und

0 : 6. Die Iteration der Dynamik wurde dab ei nac h 25 Sc hritten willk

•

u rlic h abgebro c hen,

und es wurden n ur die T estm uster gew ertet, die v orher sc hon einen Fixpunkt erreic h t

hatten.

Es ist deutlic h zu erk ennen, da� im Inneren der Einzugsb ereic he (f

•

ur m

0

> m

c

( � ))

eine Iteration der parallelen Dynamik ausreic h t, um die Sollm uster zu erreic hen. Nahe

der Grenze der Einzugsb ereic he (das hei�t f

•

ur m

0

� m

c

) b eginn t die Anzahl der Ite-

rationen bis zum Erreic hen eines Fixpunktes anzusteigen | f

•

ur kleine W erte der Sp ei-

c herk apazit

•

a t eher langsam, f

•

ur � � 0 : 5 dagegen rec h t steil. In Absc hnitt 3.4 wurde

zum Beispiel f

•

ur � = 0 : 2 ein W ert v on m

c

( � = 0 : 2) � 0 : 28 ermittelt. Die Kon v er-

genzgesc h windigk eit b eginn t sc hon f

•

u r � � 0 : 4 | also ziemlic h w eit im Inneren der

Einzugsb ereic he der Muster | deutlic h anzusteigen.

Die angegeb enen Maximalw erte der Iterationen sind mit et w as V orsic h t zu v erw en-

den, w eil die Dynamik jew eils nac h 25 Iterationen abgebro c hen wurde. Die W ahrsc hein-

lic hk eit, da� ein T estm uster nac h mehr als (et w a) 25 Sc hritten der Dynamik no c h ein

Sollm uster erreic h t, ist allerdings extrem klein. Es ist auc h in teressan t zu sehen, da�

die Anzahl der Iterationen f

•

u r sehr kleine W erte des Anfangs

•

ub erlapps m

0

wieder leic h t

abnimm t. Das ist darauf zur

•

u c kzuf

•

uhren, da� viele dieser T estm uster relativ sc hnell

einen spurious state erreic hen.

Die in der Abbildung dargestellten F ehlerbalk en sind die aus den Daten ermittel-

ten statistisc hen F ehler. Dab ei ist nat

•

urlic h zu b eac h ten, da� die einzelnen W erte f

•

ur

die Kon v ergenzgesc h windigk eit o�en bar nic h t normalv erteilt sind: Auc h an der Grenze

der Einzugsb ereic he erreic hen einige T estm uster das zugeh

•

orige Sollm uster sc hon nac h

sehr w enigen, et w a zw ei bis vier, Iterationen, w

•

a hrend die Anzahl der Iterationen zum

Erreic hen eines spurious state sehr un tersc hiedlic h ist und die Zeiten t wic klung anderer

T estm uster abgebro c hen w erden m u�. Da es ab er k eine M

•

oglic hk eit gibt, die dynami-

sc he En t wic klung eines T estm usters v orherzusagen, ist, wie ob en erl

•

autert, zun

•

ac hst

n ur die Betrac h tung der mittleren Anzahl v on Iterationen sinn v oll. F

•

u r � = 0 : 6 ist

b ei m

0

= 0 : 78 der statistisc he F ehler sehr klein, w eil n ur no c h sehr w enige T estm uster
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Anzahl der Iterationen bis

zum Erreic hen eines Fix-

punktes im v ollst

•

a n-

dig v erkn
•

u pften ges
•
attig-

ten Netzw erk f

•

ur paral-

lele Dynamik als F unktion

des Anfangs

•

ub erlapps m

0

.

N = 128, � = 0 : 2 � , � =

0 : 4 � , � = 0 : 6 � .

Die extrem gro�en stati-

stisc hen F ehler w eisen dar-

auf hin, da� die W erte

nic h t gut durc h eine Nor-

malv erteilung b esc hrieb en

w erden. Siehe T ext.
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Abbildung 16: Anzahl der Iterationen der Dynamik bis zum Erreic hen eines Fixpunktes.

N = 64 bis N = 512, � = 0 : 2, c = 1 : 0
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Abbildung 17: Anzahl der Iterationen der Dynamik bis zum Erreic hen eines Fixpunktes:

parallele, serielle, memory2, und memory3-Dynamik. N = 400, c = 1 : 0
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Abbildung 18: Anzahl der Iterationen der Dynamik bis zum Erreic hen eines Fixpunktes:

parallele, serielle, memory2-Dynamik. N = 400, c = 0 : 1
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Abbildung 19: Anzahl der Iterationen der Dynamik bis zum Erreic hen eines Fixpunktes:

parallele, serielle, memory2-Dynamik. N = 400, c = 0 : 2
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an.

W egen der gro�en statistisc hen F ehler ist es hier v

•

ollig unm

•

oglic h, ein �nite-size

scaling der Kon v ergenzgesc h windigk eiten anzugeb en. Ab er die Ergebnisse zeigen, da�

die T estm uster im Inneren der Einzugsb ereic he auc h in sehr gro�en Netzw erk en n ur

w enige Iterationen bis zum Erreic hen des Sollm usters b en

•

otigen.

Wie zu erw arten w ar, b eein
u�t die W ahl der Dynamik nic h t n ur die Gr

•

o �e der Ein-

zugsb ereic he, sondern auc h die Kon v ergenzgesc h windigk eit stark. Als Beispiel daf

•

ur

sind in Abbildung 17 die W erte der Kon v ergenzgesc h windigk eit f

•

ur das v ollst

•

andig

v erkn

•

upfte Netzw erk mit � = 0 : 2 ( N = 400) f

•

u r parallele und serielle, so wie f

•

ur

memory2- und memory3-Dynamik dargestellt. Die f

•

u r die memory-Dynamik zus

•

a tzlic h

n

•

otigen Initialisierungssc hritte zur Einstellung v on h

i

( t � 1) (und h

i

( t � 2) f

•

ur memory3-

Dynamik) wurden dab ei mitgez

•

ahlt. Auf die Darstellung der statistisc hen F ehler wurde

wiederum v erzic h tet.

Es ist gut zu erk ennen, da� die Anzahl der Iterationen bis zum Erreic hen eines

Fixpunkts f

•

ur die sync hronen V arian ten der Dynamik (parallel, memory2, memory3)

sehr

•

a hnlic he W erte aufw eist.

Die async hrone serielle Dynamik dagegen k on v ergiert insb esondere f

•

u r kleine W erte

des Anfangs

•

ub erlapps sehr viel sc hneller. W

•

ahrend also die Einzugsb ereic he un ter

V erw endung der seriellen Dynamik gegen

•

u b er den sync hronen V arian ten et w as kleiner

ausfallen (siehe die Absc hnitte 3.4 und 3.7), w erden daf

•

ur die Fixpunkte, w enigstens

im Mittel, w esen tlic h sc hneller erreic h t.

Auc h in v erd

•

unn ten Netzw erk en ergeb en sic h k eine einfac heren Resultate. Ein

Beispiel f

•

ur die Kon v ergenzgesc h windigk eit in v erd

•

unn ten Netzw erk en ( c = 0 : 1 und

c = 0 : 2) ist in Abbildung 18 und 19 dargestellt, und zw ar f

•

ur parallele, serielle und

memory2-Dynamik b ei � = 0 : 1 und � = 0 : 4.

Die Kon v ergenz ist f

•

ur � = 0 : 1 (un tere drei Kurv en in Abbildung 18) unabh

•

a ngig

v on der Dynamik extrem sc hnell. Bei paralleler Dynamik gen

•

ugen bis zu et w a m

0

� 0 : 2

zw ei Iterationen, um den Zustand des Netzw erks zu stabilisieren, b ei serieller Dynamik

sogar n ur einer. F

•

ur sehr kleine W erte v on m

0

wird die Kon v ergenz et w as langsamer,

die nic h t k orrekt zugeordneten Sollm uster brauc hen l

•

anger, um die spurious states o der

Zyklen zu erreic hen. Die Dynamik mit memory-terms erreic h t ihre Fixpunkte et w as

langsamer nac h bis zu vier Iterationen.

Erstaunlic herw eise erreic h t die async hrone Dynamik auc h f

•

ur � = 0 : 4 (ob ere drei

Kurv en) wieder am sc hnellsten ihre Fixpun te, w

•

ahrend die parallele und die Dynamik

mit memory-terms ein fast gleic hes V erhalten zeigen. Der f

•

u r die memory-Dynamik

zus

•

atzlic h erforderlic he Initialisierungssc hri tt ist in diesen Abbildungen immer als eine

zus

•

atzlic he Iteration b er

•

uc ksic h tigt w orden. Er f

•

a llt ab er f

•

ur � = 0 : 4 gegen

•

u b er dem

V erhalten der parallelen Dynamik nic h t mehr ins Gewic h t.

Ein

•

ahnlic hes V erhalten zeigen auc h die Sim ulationen der Kon v ergenzgesc h windig-

k eit in Netzw erk en mit N = 400 und c = 0 : 2, siehe Abbildung 19. Die un teren drei

Kurv en gelten f

•

ur � = 0 : 2 und die ob eren drei f

•

u r � = 0 : 4. Wiederum ist die Kon v er-

genz der seriellen Dynamik am sc hnellsten, w

•

ahrend die Anzahl der v on paralleler und
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•

UNNTEN NETZWERKEN

memory2-Dynamik b en

•

o tigten Iterationen fast gleic h ist.

Es ersc hein t fast aussic h tslos, zu diesen Daten ein einfac hes Mo dell anzugeb en, da�

die Kon v ergenzgesc h windigk eit als F unktion des Anfangs

•

ub erlapps m

0

in Netzw erk en

mit P arametern N , c und � (so wie � ) auc h n ur einigerma�en pr

•

azise b esc hreibt. In-

nerhalb der Einzugsb ereic he erreic hen die T estm uster das k orrekte Sollm uster meistens

sc hon nac h sehr w enigen, ein bis vielleich t vier Sc hritten der Dynamik. Es w

•

a re daher

auc h im Hin blic k auf An w endungen in teressan t, die Dynamik willk

•

u rlic h nac h einer

b estimm ten Anzahl v on Iterationen abzubrec hen und das V erhalten der resultierenden

Mo delle zu un tersuc hen.
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4 F ehlertoleranz in neuronalen Netzw erk en

Ein b esonders faszinierender Punkt b ei der Un tersuc h ung der Eigensc haften neuronaler

Netzw erk e b etri�t die F ehlertoleranz.

Biologisc he neuronale Netzw erk e erw eisen sic h als extrem robust gegen

•

ub er St

•

o run-

gen durc h Rausc hen und Zerst

•

o rung, so w ohl v on Synapsen als auc h ganzen Neuronen.

Ob w ohl in jedem Gehirn st

•

andig Neuronen absterb en, leidet do c h seine F unktion

•

ub er

sehr lange Zeitr

•

aume k aum. V or allem die Gro�hirnrinde (der Cortex ) erw eist sic h

als sehr unemp�ndlic h auc h gegen b etr

•

ac h tlic he Zerst

•

o rungen in der F olge v on V erlet-

zungen. F

•

ur einige Areale ist es bis heute nic h t gelungen, aus V erletzungen auf die

F unktion zu sc hlie�en.

Au�erdem ist Information in neuronalen Netzw erk en des Spinglas-T yps nic h t lok al,

sondern v erteilt

•

u b er alle Synapsen des Netzes gesp eic hert (

"

distribute d r epr esenta-

tion \ ), und dies f

•

uhrt zu in teressan ten Problemen im Umfeld der Ko dierungstheorie.

W

•

ahrend b ei der

•

ublic hen digitalen lok alen Sp eic herung die Auswirkung v on F ehlern

in Sp eic herzelle n sofort quan ti�ziert w erden k ann, ist die Besc hreibung v on neuronalen

Netzw erk en un ter F ehlern deutlic h k omplizierter.

Dab ei stellt sic h die F rage, ob neuronale Netzw erk e im Hin blic k auf ihre F ehlertole-

ranz mit den klassisc hen fehlerk orrigierenden Co des der Ko dierungstheorie k onkurrieren

k

•

onnen.

� Dazu w erden in Absc hnitt 4.1 zun

•

a c hst v ersc hiedene Mo delle f

•

u r F ehler in neu-

ronalen Mo dellen v orgestellt. Sc hon eine sehr grob e Analyse zeigt, da� die Aus-

wirkungen ausgefallener Neuronen auf die

•

ubrigen Neuronen eher unin teressan t

sind. Der Einsatz einer iterativ en Lernregel f

•

uhrt sogar dazu, da� sic h die

•

ubri-

gen Neuronen v ollst

•

andig v om defekten Neuron en tk opp eln. Dagegen b ewirkt die

zuf

•

allige Zerst

•

o rung v on Synapsen in teressan te E�ekte und wird im Rest dieses

Kapitels als F ehlermo dell v erw endet.

� Die Un tersuc h ung der Sp eic herk apazit

•

a t im Gardner-Mo dell zeigt die wic h tige

Rolle der Stabilit

•

a ten der Muster zur Charakterisierung der neuronalen Mo delle.

In Absc hnitt 4.2 wird daher ein Mo dell en t wic k elt, um die V erteilung der Stabi-

lit

•

a ten in einem Netzw erk un ter zuf

•

alliger Zerst

•

o rung v on Synapsen zu b erec hnen.

Aus der V erteilung der Stabilit

•

a ten k ann dann sehr einfac h die W ahrsc heinlic h-

k eit b erec hnet w erden, mit dem die Muster nac h der Zerst

•

orung gesp eic hert sind.

Sim ulationen an Netzw erk en mit zerst

•

orten Synapsen stimmen sehr gut mit dem

Mo dell

•

u b erein.

� F

•

ur die Absc h

•

atzung der Einzugsb ereic he k

•

onnen dann die in Kapitel 3 v orgestell-

ten Mo delle v erw endet w erden, die ja eb enfalls auf der V erteilung der Stabilit

•

a ten

b eruhen. Dem V ergleic h der aus den Sim ulationen an teilzerst

•

o rten Netzw erk en

ermittelten Einzugsb ereic hen mit den V orhersagen der Mo delle m

F

(31) und m

S

(30) dien t der Absc hnitt 4.4.
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� Die Ergebnisse v on Absc hnitt 4.5 zeigen, da� das hier en t wic k elte Mo dell auc h

im Netzw erk mit bin

•

a ren Kopplungen v erw endet w erden k ann. Das bin

•

a re Netz-

w erk ist nic h t n ur im Hin blic k auf digitale Implemen tationen in teressan t, sondern

erlaubt auc h V ergleic he mit den klassisc hen Metho den der Ko dierungstheorie:

Der Informationsgehalt einer Kopplungsmatrix J mit J

ij

2 f� 1 ; +1 g l

•

a�t sic h

leic h t angeb en. Au�erdem erreic h t das bin

•

a re Netzw erk eine relativ e Sp eic her-

k apazit

•

at v on O (1), w

•

ahrend diese in Netzw erk en mit reellw ertigen Kopplungen

n ur O (1 = ln N ) b etr

•

agt.

� Nat

•

urlic h liegt eine Klassi�k ation der neuronalen Mo delle in Bezug auf die Ko-

dierungstheorie au�erhalb der M

•

o glic hk eiten dieser Arb eit; in Absc hnitt 4.6 wird

denno c h v ersuc h t, w enigstens eine grob e Orien tierung zu liefern. Dazu w erden die

Leistungen der neuronalen Netzw erk e mit den b esonders einfac h zu b ehandelnden

Reed-Muller Co des v erglic hen.

� Eine kurze Zusammenfassung v ergleic h t die in neuronalen Netzw erk en tolerierba-

ren Konzen trationen zerst

•

orter Synapsen mit den t ypisc hen Konzen trationen v on

F ehlern b ei der Pro duktion elektronisc her Sc haltkreise.

4.1 Mo delle f

•

ur Zerst

•

o rung in Netzw erk en

Nat

•

urlic h lassen sic h Mo delle v on Zerst

•

o rungen eines neuronalen Netzw erks auf jeder

b eliebigen Komplexit
•
a tsstufe k onstruieren. So k ann der Ausfall v on einzelnen Synap-

sen o der Neuronen genauso un tersuc h t w erden, wie k ompliziertere F ehler, et w a subtile

V er

•

anderungen in der Dynamik durc h V erz

•

ogerungen. Zur realistisc hen Besc hreibung

v on biologisc hen neuronalen Netzw erk en w

•

are auc h das sto c hastisc he Auftreten aller

dieser F ehler zu b er

•

u c ksic h tigen.

Im Hin blic k auf die einfac he Struktur der Spinglas-Mo delle ist es allerdings sinn v oll,

sic h zun

•

a c hst auf die einfac hsten m

•

o glic hen F ehlermo delle zu b esc hr

•

ank en.

4.1.1 Stuc k-at-1 Neuronen

Dies ist zum einen der Ausfall ganzer Neuronen. Da das Neuron n ur den W ert seiner

Ausgangsfunktion ( S

i

= f

i

( t ) = � 1 f

•

u r Spinglas-Netzw erk e) an die

•

ubrigen Neuro-

nen w eitergibt, l

•

a�t sic h ein ausgefallenes Neuron durc h eine Ausgangsfunktion, die

p ermanen t im aktiv en o der inaktiv en Zustand v erbleibt, b esc hreib en. In der Sprac he

der tec hnisc hen Informatik k

•

onn te man derartige Neuronen als `stuc k-at-1' Neuronen

b ezeic hnen.

Der Ein
u� eines p ermanen t aktiv en Neurons S

k

auf ein neuronales Netz mit ite-

rativ er Lernregel ist ab er trivial: W

•

ahrend des Lernens w erden die Synapsen J

ik

der

•

ubrigen Neuronen gem

•

a� � J

ik

= �

�

i

�

�

k

v er

•

andert. W enn w egen des Ausfalls v on S

k

st

•

andig �

�

k

= 1 gilt, k on v ergiert der W ert v on J

ik

o�en bar gegen den Mittelw ert h �

�

i

i

�

,
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•

u r Zerst

•

o rung in Netzw erk en 53

d. h. die

•

u brigen Neuronen en tk opp eln sic h v om zerst

•

orten Neuron. Der E�ekt ei-

nes stuc k-at-1 Neurons ist also lediglic h ein falsc hes Ausgangssignal, w

•

a hrend sic h die

•

ubrigen Neuronen zu einem Netzw erk aus ( N � 1) Neuronen organisieren.

Andere Lernregeln (et w a die Hebb-Lernregel im Hop�eld-Mo dell) f

•

uhren nic h t un-

b edingt zu dieser En tk opplung. Die Un tersuc h ung v on stuc k-at-1 Neuronen k

•

onn te

daher in diesen Netzw erk en durc haus in teressan t sein.

4.1.2 Zerst

•

o rte Synapsen

In teressan te Konsequenzen hat dagegen die Zerst

•

o rung v on Synapsen. Das einfac h-

ste Mo dell f

•

ur den Ausfall v on Synapsen ist o�en bar, die b etro�enen Synapsen v om

W ert J

ij

auf den W ert 0 zu zwingen. Dieses Mo dell en tspric h t einer V erd

•

u nn ung des

Netzw erks und l

•

a�t sic h auc h biologisc h motivieren. F

•

ur digitale neuronale Netzw erk e

k ann es dagegen sinn v oll sein, die Zerst

•

o rung der Synapse durc h V orzeic hen w ec hsel

J

ij

! � J

ij

zu mo dellieren, insb esondere f

•

ur das bin

•

are Netzw erk mit Kopplungen

J

ij

= � 1.

Besonders wic h tig ist dab ei die zuf

•

allige Zerst

•

o rung v on Synapsen im v orher

v ollst

•

andig v erkn

•

u pften Netzw erk, das hei�t jede Synapse erh

•

alt den W ert

J

0

ij

= C

ij

J

ij

; C

ij

=

�

0 mit W ahrsc heinlic hk eit � ,

1 mit W ahrsc heinlic hk eit 1 � � .

(35)

Die Matrix C

ij

( c onne citivity matrix ) b esc hreibt dab ei die Arc hitektur des Netzw erks,

indem sie angibt, w elc he Neuronen miteinander v erkn

•

upft sind. Im Mittel ist jedes Neu-

ron nac h der Zerst

•

o rung mit C := h

P

j

C

ij

i = (1 � � ) N anderen Neuronen v erkn

•

upft.

Die Auswirkungen zuf

•

alliger Zerst

•

o rung v on Synapsen auf die Sp eic herung

und das Wiedererk ennen der Sollm uster wurden f
•

ur das Hop�eld-Mo dell v on

[Koscieln y-Bunde 90 ] mit Sim ulationen un tersuc h t. Im Hop�eld-Mo dell ist f

•

ur b e-

stimm te Einstellungen der V erkn

•

u pfungsmatrix C im Rahmen der mean-�eld Theo-

rie zus

•

atzlic h auc h die analytisc he Berec hn ung der Sp eic herk apazit

•

a t m

•

oglic h. Da die

W erte der Synapsen nac h der Hebb-Regel J

ij

=

P

� � N

� =1

�

�

i

�

�

j

b erec hnet w erden, ist die

v erd

•

unn te V ersion des Hop�eld-Mo dells v

•

ollig

•

aquiv alen t zum Hop�eld-Mo dell un ter

zuf

•

alliger Zerst

•

o rung.

In der Arb eit v on [Canning & Gardner 88 ] wird gezeigt, wie die Sp eic herk apazit

•

a t

im Rahmen der mean-�eld Theorie f

•

ur mehrere symmetrisc he Hyp ercub e-Arc hitekturen

und auc h f

•

ur das zuf

•

allig v ernetze Mo dell abgesc h

•

atzt w erden k ann. Die dort gew on-

nenen Ergebnisse sind daher auc h f

•

ur das Hop�eld-Mo dell un ter zuf

•

alliger Zerst

•

o rung

v on Synapsen an w endbar.

Das extrem v erd

•

unn te Hop�eld-Mo dell (mit O (ln N ) Synapsen pro Neuron) wird

in [Derrida et. al. 87] b ehandelt.
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4.1.3 Relearning

In Netzw erk en mit iterativ er Lernregel ist zu b eac h ten, da� die Zerst

•

o rung v on Synapsen

un tersc hiedlic he Konsequenzen hab en k ann, w enn sie v or o der nac h der Lernphase

eingef

•

u hrt wird. Nac h der Zerst

•

o rung (o der im v erd

•

unn ten Netz) m u� die Lernregel

nat

•

urlic h gem

•

a � � J

ij

= N

� 1

C

ij

�

i�

�

�

i

�

�

j

mo di�ziert w erden.

Die W erte der Synapsen in Netzw erk en mit iterativ er Lernregel h

•

angen

•

ub er die

F ehlermask e �

i�

nic h t n ur v on den Sollm ustern, sondern auc h v on den lok alen F eldern

der Neuronen ab. Da diese sic h durc h die Zerst

•

o rung

•

a ndern, k ann die Wiederholung

der Lernphase nac h der teilw eisen Zerst

•

o rung des Netzes die v erblieb enen Kopplungen

neu einstellen, bis das Netz die Sollm uster wieder p erfekt sp eic hert. Nat

•

urlic h wird der

erreic h bare W ert der Stabilit

•

a t der Muster durc h die Zerst

•

o rung v erringert.

Die Kon v ergenz der Wiederholung der iterativ en Lernregel l

•

a�t sic h un ter der V or-

aussetzung b ew eisen, da� das v erd

•

u nn te Netz die Muster

•

ub erhaupt sp eic hern k ann.

Der Bew eis erfordert k eine w esen tlic he

•

Anderung des en tsprec henden Theorems f

•

ur das

v ollst

•

andig v erkn

•

u pfte Netz und wird im Anhang B gegeb en.

4.2 Sp eic herk apazit

•

a t im zerst

•

o rten Netzw erk

Um die Eigensc haften v on teilzerst

•

orten neuronalen Netzw erk en mit iterativ er Lernre-

gel zu un tersuc hen, m

•

ussen letztlic h n umerisc he V erfahren v erw endet w erden, da die

genauen W erte der Synapsen nic h t analytisc h b ek ann t sind. Nac h dem Lernen k ann

Zerst

•

o rung/V erd

•

u nn ung b eliebig in das Netz eingebrac h t w erden, und das V erhalten

des resultierenden Netzw erks k ann gr

•

undlic h un tersuc h t w erden. Um die derart erhal-

tenen n umerisc hen Daten b ew erten zu k

•

o nnen, sc hein t es not w endig zu sein, w enigstens

ein einfac hes theoretisc hes Mo dell zu k onstruieren.

F

•

ur die Besc hreibung der Stabilit

•

a t der Sollm uster, ab er auc h als Ausgangspunkt

f

•

ur eine Un tersuc h ung der Einzugsb ereic he, m u� dazu zun

•

ac hst die V erteilung der Sta-

bilit

•

a ten der Sollm uster nac h der Zerst

•

o rung b erec hnet w erden.

4.2.1 V erteilung der Stabilit

•

a ten im v erd

•

u nn ten Hop�eld-Mo dell

Besonders leic h t l

•

a�t sic h die V erteilung der Stabilit

•

a ten im Hop�eld-Mo dell b erec hnen,

w eil die W erte der J

ij

explizit b ek ann t sind. F

•

ur die folgenden Rec hn ungen w erden

unk orrelierte Sollm uster v orausgesetzt.

Sei � die W ahrsc heinlic hk eit f

•

ur C

ij

= 0. Dann wird die Hop�eld-Kopplungsmatrix

gegeb en durc h

J

ij

= C

ij

1

p

�N

�N

X

� =1

�

�

i

�

�

j

; (36)

w ob ei der Normierungsfaktor zur Einhaltung der sph

•

arisc hen Normierung

P

j 6= i

J

2

ij

=

(1 � � ) N gew

•

ahlt ist. Im v ollst

•

andig v ernetzten Mo dell ( � = 0) erh

•

alt man das b ek ann te
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Resultat [Kepler & Abb ott 88 ]

�

(0)

H

( � ) =

1

p

2 �

exp

h

�

1

2

�

� �

1

p

�

�

2

i

; (37)

das ist eine Gau�-V erteilung mit Mittelw ert �

0

= 1 =

p

� und einer V arianz

�

0

= h �

2

i � h � i

2

= 1. Im v erd

•

unn ten Mo dell gilt

�

i�

=

1

jj J

i

jj

�

X

j 6= i

J

ij

�

�

j

�

�

i

�

=

1

p

(1 � � ) �N

�

X

j 6= i

C

ij

+ �

i

�

=

p

1 � �

p

�

+

�

i

p

(1 � � ) �N

; (38)

mit einer Summe

�

i

=

X

j 6= i

X

� 6= �

C

ij

�

�

i

�

�

j

�

�

i

�

�

j

; (39)

die aus (1 � � ) �N

2

unk orrelierten T ermen � 1 b esteh t, und deshalb eine V arianz h �

2

i

i '

(1 � � ) �N

2

b esitzt. Die V erteilung der Stabilit

•

a ten im v erd

•

unn ten Hop�eld-Mo dell ist

daher im Limes N ! 1 wieder eine Gau�-V erteilung

�

( � )

H

( � ) =

1

p

2 �

exp

h

�

1

2

�

� �

p

1 � �

p

�

�

2

i

(40)

mit V arianz 1, deren Mittelw ert ab er auf �

�

=

p

(1 � � ) =� reduziert ist.

4.2.2 Das Netzw erk mit k onstan ter Stabilit

•

a t

In Netzw erk en mit iterativ en Lernregeln sind die W erte der Synapsen nic h t analytisc h

b ek ann t. Die V erteilung der Stabilit

•

a ten nac h dem Lernen l

•

a �t sic h jedo c h b erec hnen;

f

•

ur das Gardner-Mo dell erh

•

alt man die V erteilung � ( � ) (19).

Als nat

•

urlic hen W eg, um auc h k omplizierte V erteilungen b esc hreib en zu k

•

o nnen,

sc hlage ic h die Un tersuc h ung eines Netzw erks mit k onstan ter Stabilit

•

a t v or (

"

constan t-

stabilit y-mo del \ ). Die V erteilung der Stabilit

•

a ten nac h dem Lernen sei gegeb en durc h

�

(0)

( �

i�

) = � ( �

i�

� �

0

) ; (41)

das hei�t f

•

ur alle Muster am Neuron i gelte

�

i�

=

1

jj J

i

jj

�

N

X

j 6= i

J

ij

�

�

j

�

�

i

�

= �

0

; (42)
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w ob ei jj J

i

jj =

�

P

j 6= i

J

2

ij

�

1 = 2

= N

1 = 2

. Nac h einer zuf

•

alligen Zerst

•

o rung v on Synapsen

mit W ahrsc heinlic hk eit � gilt o�en bar

�

( � )

i�

0

=

1

jj J

i

jj

0

�

N

X

j 6= i

C

ij

J

ij

�

�

j

�

�

i

�

=

1

jj J

i

jj

0

�

N

X

j 6= i

J

ij

�

�

j

�

�

i

�

�N

X

o =1

J

il

o

�

�

l

o

�

�

i

�

: (43)

(Dab ei v ersteh t sic h die Summe

•

u b er o

•

ub er die Indices mit C

il

o

= 0). Zur Berec h-

n ung der lok alen F elder nac h der Zerst

•

o rung m u� also die Norm jj J

i

jj

0

b erec hnet und

die Summe

•

ub er die C

ij

J

ij

�

�

j

�

�

i

abgesc h

•

atzt w erden. Der W ert der Norm nac h der

Zerst

•

o rung ist durc h jj J

i

jj

0

'

p

1 � � jj J

i

jj gegeb en.

Die Berec hn ung der Summe in Gleic h ung (43) gestaltet sic h et w as sc h wieriger.

W egen der Bedingung (42) sind die einzelnen Summanden J

ik

�

�

k

�

�

i

k orreliert, es gilt

h J

ik

�

�

k

�

�

i

i = �

0

=

p

N . Die zw eite Summe hat also den Mittelw ert �

0

�

p

N und die mitt-

lere Stabilit

•

a t im Netzw erk mit P arametern ( �

0

; � ) sollte �

�

=

p

1 � � �

0

b etragen. In

Abbildung 20 wird diese Abh

•

a ngigk eit mit den Sim ulationen v erglic hen. Die

•

Ub erein-

stimm ung mit den n umerisc hen Daten ist herv orragend.

Ohne die Korrelation durc h die Bedingung (42) w

•

aren die einzelnen Summanden

unabh

•

a ngig v oneinander und die Summe h

•

atte eine V arianz �

2

�

' ( �= (1 � � )), da die

einzelnen Summanden (so w ohl im bin
•
a ren wie auc h im sph

•
arisc hen Mo dell) die V arianz

h J

2

ik

i = 1 b esitzen.

F

•

ur kleine Konzen trationen � � 1 der zerst

•

o rten Synapsen sind die Summanden

J

il

o

�

�

l

o

�

�

i

fast unk orreliert, und diese N

•

aherung sollte gut erf

•

ullt sein. F

•

ur gro�e Kon-

zen trationen v on � � 1 dagegen bleib en n ur w enige Summanden in der ersten Summe

in (43)

•

ubrig, w

•

ahrend die zw eite Summe fast die Bedingung (42) erf

•

u llt. In diesem

F all l

•

a �t sic h die V arianz also zu �

2

�

' 1 absc h

•

a tzen. Der exakte V erlauf der V arianz

als F unktion v on � m u� zwisc hen diesen W erten in terp olieren.

Die n umerisc hen Ergebnisse zeigen, da� die V arianz der Summe sehr gut durc h

�

�

=

p

� b esc hrieb en wird, siehe Abbildung 21. (Die n umerisc h ermittelten W erte f

•

ur

�

�

w eic hen nac h ob en bis zu 10% v on obigem Mo dell ab. Dies ist auc h zu erw arten,

denn die Sim ulationen gehen nic h t v on der

"

constan t-stabilit y \ V erteilung � ( �

i�

� �

0

)

aus. Die V erteilung der Stabilit

•

a ten nac h dem Lernen appro ximiert ja vielmehr die

V erteilung (19) und aufgrund v on �nite-size E�ekten treten auc h Stabilit

•

a ten �

i�

< �

0

auf. Eigen tlic h m

•

u�te

•

u b er die Anfangsv erteilung der Stabilit

•

a ten in tegriert w erden,

und dies ist in der T at m

•

oglic h, siehe un ten. Die relativ geringen Ab w eic h ungen der

W erte v on �

�

v om Mo dell �

th

zeigen ab er, da� die Besc hreibung durc h die V erteilung

� ( �

i�

� �

0

) jedenfalls f

•

u r kleine W erte v on � o der gro�e � gut gerec h tfertigt ist.)

Im Limes N ! 1 wird die V erteilung der lok alen F elder nac h Zerst

•

o rung der Synap-
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sen mit W ahrsc heinlic hk eit � also durc h eine Gau�-V erteilung b esc hrieb en, gem

•

a�

�

( � )

( � ) =

1

p

2 � �

exp

h

�

1

2

( � � �

�

)

2

�

2

�

i

(44)

mit P arametern �

�

=

p

1 � � �

0

und �

�

=

p

� .

Diese Absc h

•

atzung (mit �

�

=

p

� ) f

•

ur die V erteilung der Stabilit

•

a ten nac h

Zerst

•

o rung ist mit dem Hop�eld-Mo dell k onsisten t: Die V erteilung �

(0)

( � ) (37) k ann

gesc hrieb en w erden als

•

Ub erlagerung v on � -F unktionen,

�

(0)

H

( � ) =

Z

d� �

(0)

H

(�) � ( � � �) : (45)

Nac h Zerst

•

orung wird aus jedem � -T erm eine Gau�-V erteilung und es gilt tats

•

a c hlic h

�

( � )

H

( � ) =

Z

d� �

(0)

H

(�) �

( � )

( � ) : (46)

Das Diagramm 22 zeigt ein Beispiel f

•

ur die V erteilung der lok alen F elder in einem

fast ges

•

attigten Netzw erk ( � = 0 : 4) und nac h Zerst

•

orung mit � = 0 : 05, 0 : 1 und 0 : 15.

Der

•

Ub ergang v on der V erteilung gem

•

a � (19) zur Gau�-V erteilung (44) ist deutlic h zu

erk ennen.

4.3 An teil der v om zerst

•

o rten Netz gesp eic herten Muster

Da die Sollm uster v or der Zerst

•

o rung p erfekt (mit Stabilit

•

a t �

0

) gesp eic hert sind und die

V erteilung der Stabilit

•

a ten als F unktion v on � und �

0

im v orliegenden Mo dell analytisc h

b ek ann t ist, k ann der An teil der nac h der Zerst

•

o rung no c h k orrekt gesp eic herten Muster

b erec hnet w erden.

Der An teil � der lok alen F elder �

i�

< �

min

an einem Neuron ist durc h das In tegral

�( � < �

min

) =

Z

�

min

�1

d � �

( � )

( � ) (47)

gegeb en, bzw.

�( � < �

min

) =

1

2

�

1 + erf

�

�

min

� �

�

�

�

p

2

�

�

: (48)

Insb esondere gibt �(0) den An teil der v om Neuron nic h t mehr stabil gesp eic herten

Muster an. Zum Beispiel sind f

•

u r � = 0 : 1 (das en tspric h t et w a �

0

( � ) � 3 : 0) die

Sollm uster mit w eniger als 1% F ehlern bis zu einer Konzen tration zerst

•

o rter Synapsen

v on �

c

� 0 : 625 gesp eic hert.

Die V orhersagen des einfac hen constan t-stabilit y Mo dells stimmen f

•

ur alle un ter-

suc h ten Netzw erk e mit Sp eic herk apazit

•

a ten � = 0 : 1 bis zu � = 0 : 4 sehr gut mit den

Sim ulationen an den fast ges

•

a ttigten Gardner-Netzw erk en

•

ub erein. F

•

ur � = 0 : 5 bis

0 : 7 stimm t das constan t-stabilit y Mo dell immer no c h qualitativ mit den Sim ulationen
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Mittelw ert �

�

der V er-

teilung der Stabilit

•

a ten

� ( � ) als F unktion der

Zerst

•

o rung � , normiert

auf das Mo dell �

th

=

p

1 � � �

0

. ( � = 0 : 1 � , 0 : 2

� , : : : , 0 : 7 
 ).
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Abbildung 20: Mittelw ert �

�

der V erteilung der Stabilit

•

a ten nac h Zerst

•

o rung.

Breite � der V erteilung

der Stabilit

•

a ten � ( � ) als

F unktion der Zerst

•

o rung,

normiert auf das Mo dell

�

th

=

p

� .
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Abbildung 21: V arianz � der V erteilung der Stabilit

•

a ten nac h Zerst

•

o rung

•

ub erein, die Diskrepanzen erreic hen et w a 3%, also et w as au�erhalb der statistisc hen

F ehler der Sim ulationen.

Nat

•

urlic h k ann die

•

Ub ereinstimm ung des Mo dells mit den Sim ulationen stark v er-

b essert w erden, w enn

•

ub er die Anfangsv erteilung �

(0)

(�) der Stabilit

•

a ten in tegriert

wird, wie ob en f

•

ur das Hop�eld-Mo dell demonstriert,

�( � < �

min

) =

1

2

�

1 +

Z

d� �

(0)

(�) erf

�

�

min

� �

�

(�)

�

�

p

2

�

�

: (49)

Die Ergebnisse der Sim ulationen (an fast ges

•

attigten Netzw erk en) und die en tspre-

c henden V orhersagen (48) sind in Abbildung 23 dargestellt. (Die nic h t dargestellten

F ehlerbalk en der statistisc hen F ehler erreic hen et w a zw eimal die Gr

•

o �e der Sym b ole).

Eine andere Art der Darstellung ergibt sic h, w enn der An teil der im Netz p erfekt

gesp eic herten Muster gegen die Zerst

•

o rung � aufgetragen wird. W enn ein Muster �

�

am Neuron S

i

mit W ahrsc heinlic hk eit w

1

= 1 � �( �

min

) k orrekt gesp eic hert ist, b etr

•

a gt

die W ahrsc heinlic hk eit daf

•

ur, da� das Muster im ganzen Netz no c h k orrekt gesp eic hert

ist w

N

= (1 � �( �

min

))

N

.

Abbildung 24 zeigt den An teil der Sollm uster, die an mehr als 99% der Neuronen

k orrekt gesp eic hert sind. Die Kurv en sind Fits der F orm f

s

= 1 = 2 + tanh( a � � + b ).
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Beispiel f

•

ur die V erteilung

der Stabilit

•

a ten � ( �

i�

) im

Gardner-Modell nac h dem

Lernen ( � = 0 : 4, N =

256) und nac h Zerst

•

o rung

mit � = 0 : 05, 0 : 10 und

0 : 15.

0.0 2.0 3.0 4.0

0.0

4.0

8.0

12.0

16.0

20.0

%

0.0 1.0 2.0 3.0 4.0

0.0

4.0

8.0

0.0 1.0 2.0 3.0 4.0

0.0

4.0

8.0

-1.0 0.0 1.0 2.0 3.0 4.0

0.0

4.0

8.0

�

� ( � )

� = 0 : 0

� = 0 : 05

� = 0 : 10

� = 0 : 15

Abbildung 22: Beispiel f

•

ur die V erteilung der Stabilit

•

a ten � ( �

i�

) nac h Zerst

•

o rung:

� = 0 : 4, �

0

� 1 : 2, � = 0, 0 : 05, 0 : 1 und 0 : 15.

T ats

•

a c hlic h w

•

ac hst die Steigung a mit der Gr

•

o �e des Netzw erks an. Im Limes N ! 1

ergibt sic h w egen des Exp onen ten N f

•

ur jedes �

min

< 0 (also un ter Zulassen eines

kleinen Anteils v on F ehlern) ein

"

Phasen

•

u b ergang \ v on Sp eic herung zum V erlust der

Muster.

4.4 Einzugsb ereic he im zerst

•

o rten Netzw erk

Die Ermittlung der Einzugsb ereic he der zerst

•

orten Netzw erk e erfolgt nac h dem selb en

Algorithm us wie f

•

ur v erd

•

u nn te Netzw erk e: Nac h dem Lernen und der ansc hlie�enden

Zerst

•

o rung des Netzes w erden T estm uster mit de�nierten W erten des Anfangs

•

u b erlapps

erzeugt und bis zur Stabilit

•

a t un ter der Dynamik (4) iteriert. Der End

•

ub erlapp der

Muster mit den en tsprec henden Sollm ustern, so wie der An teil p erfekt erk ann ter Muster

wird protok olliert. Fits durc h die Kurv en m

f

( m

i

) ergeb en dann den W ert des kritisc hen

Anfangs
•

ub erlapps m

c

und damit die Gr
•
o �e der Einzugsb ereic he der Sollm uster.

Da die Muster nac h der Zerst

•

o rung im allgemeinen nic h t mehr p erfekt gesp eic hert

sind (s. o.), wurden alle Muster mit einer Ab w eic h ung v on nic h t mehr als 1% v om

en tsprec henden Sollm uster als p erfekt wiedererk ann t gew ertet.
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Abbildung 23: An teil stabiler Muster pro Neuron als F unktion der Zerst

•

o rung � . Si-

m ulationen in fast ges

•

a ttigten Netzw erk en: � = 0 : 1 � , 0 : 2 � , 0 : 3 ? , 0 : 4 � , 0 : 6 � . Die

Kurv en zeigen das constan t- stabilit y Mo dell.

An teil f

p

der im Netz-

w erk p erfekt gesp eic her-

ten Muster als F unktion

der Zerst
•
o rung � . � = 0 : 1

� , 0 : 2 � , 0 : 3 � , 0 : 4 ? , 0 : 5 � ,

0 : 6 � . ( N = 256).

0.00 0.20 0.40 0.60 0.80

�

0.00

0.20

0.40

0.60

0.80

1.00

f

p

� � � �

�

�

�

�

�

�

� � �

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .
.. . . . . . .

..
..

..
..

..

..

..

..

..

..

..

..

.

..

.

..

.

.

..

.

.

..

.

.

.

..

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

..

.

.

.

..

.

.

.

..

.

.

..

.

..

.

..

..

..

..

..

..

..

..

..
..

..
..

.. . . .

� � � �

�

�

�

�

�

�

�

�

�

�

�

� �

.. .
.. .. .. .. ..

.. ..
.. ..

..
..

..
..

..

..

..

..

..

..

..

..

..

..

..

.

..

.

..

.

..

.

.

..

.

.

..

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

..

.

.

..

.

..

.

..

.

..

..

..

..

..

..

..

..

..

..

..

..
..

..
..

..
.. ..

.. ..
.

� � �

�

�

�

�

�

�

�

�

. ..
.. .. .. .. ..

.. ..
.. ..

..
..

..
..

..

..

..

..

..

..

..

..

..

..

..

..

..

..

..

..

.

..

.

..

.

..

.

..

.

.

..

.

.

..

.

.

..

.

.

..

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

..

.

.

..

.

.

..

.

.

..

.

.

..

.

..

.

..

.

..

.

..

..

..

..

..

..

..

..

..

..

..

..

..

..

..

..
..

..
..

..
.. ..

.. .

??
?

?

?

?

?

?

?

?

? ?

. .. ..
.. ..

..
..

..
..

..

..

..

..

..

..

..

..

..

..

..

..

.

..

.

..

.

..

.

.

..

.

.

..

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

..

.

.

..

.

..

.

..

.

..

..

..

..

..

..

..

..

..

..

..

..

..
..

.. ..
..

.. ..
.. .. .. .. ..

.

� �

�

�

�

�

�

�

�

�

� �

.
..

..

..

..

..

..

..

..

..

..

..

..

..

..

.

..

.

..

.

.

..

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

.

..

.

.

.

.

..

.

.

.

.

..

.

.

.

.

..

.

.

.

..

.

.

.

..

.

.

.

..

.

.

..

.

.

..

.

..

.

..

.

..

..

..

..

..

..

..

..

..

..

..
..

..
..

.. ..
.. ..

.. .. .. ..
.. .

� ��

�

�

�

�

�

�

� �

.
..

..

..

..

..

..

..

..

..

..

..

..

.

..

.

..

.

.

..

.

.

.

..

.

.

.

..

.

.

.

.

..

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

.

..

.

.

.

.

..

.

.

.

.

..

.

.

.

..

.

.

.

..

.

.

..

.

..

.

..

..

..

..

..

..

..

..

..

..
..

..
.. ..

.. ..
.. .. .. ..

.
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Abbildung 25: End

•

u b erlapp m

f

( m

0

; � ) und An teil p erfekt erk ann ter Muster f

p

( m

0

; � )

im Netzw erk mit Zerst

•

orung � = 0 : 1 ; 0 : 2 ; 0 : 3 ; 0 : 4 als F unktion v on m

0

. ( N = 256,

� = 0 : 4).

Zus

•

a tzlic h wurde f

•

ur jede Sim ulation die V erteilung der Stabilit

•

a ten protok olliert,

um anhand der Gleic h ung (31) die V orhersagen m

F

und m

S

mit den n umerisc h ermit-

telten W erten v ergleic hen zu k

•

o nnen.

Ein Beispiel f

•

ur die Gestalt der F unktionen m

f

( m

0

; � ) und f

p

( m

0

; � ) ist in Abbil-

dung 25 f

•

u r � = 0 : 4 und � = 0 : 1 ; : : : ; 0 : 5 dargestellt.

4.4.1 Ergebnisse der Sim ulationen

Die Ergebnisse der Sim ulationen an fast ges

•

attigten Netzw erk en sind in Diagramm 26

als F unktion v on � dargestellt. Sie zeigen, da� die F unktion des Netzes f

•

ur kleine Kon-

zen trationen der Zerst

•

o rung tats

•

a c hlic h nic h t b eein tr

•

a c h tigt wird: Solange die V ertei-

lung der Stabilit

•

a ten � eng um �

0

zen triert ist und k aum Stabilit

•

a ten �

i�

< 0 auftreten,

v erkleinern sic h die Einzugsb ereic he et w as ( m

c

wird et w as gr

•

o �er), ab er n ur langsam.

Bei gr

•

o �eren Konzen trationen der Zerst

•

o rung, w enn viele lok ale F elder �

i�

< 0 auf-

treten, v ersc hlec h tern sic h die Einzugsb ereic he rapide, w eil die en tsprec henden Sollm u-

ster nic h t mehr p erfekt gesp eic hert sind. In diesem Bereic h der Konzen tration zerst

•

o rter

Synapsen sind die statistisc hen Fluktuationen der W erte v on m

c

extrem gro�. Daher

k ann der W ert v on �

c

, der im Limes N ! 1 den

•

Ub ergang v on assoziativ er Sp eic herung

zum V erlust aller Muster angibt, nic h t genau b estimm t w erden. F

•

ur die im Diagramm
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Numerisc h ermittelte Ein-

zugsb ereic he m

c

als F unk-

tion der Zerst

•

o rung � .

N = 256, � = 0 : 1 � , 0 : 2

� , 0 : 3 � , 0 : 4 ? , 0 : 5 � .
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Abbildung 26: Numerisc h ermittelte Einzugsb ereic he m

c

nac h Zerst

•

orung als F unktion

v on � . � = 0 : 1 � bis 0 : 5 � . ( N = 256).

mit m

c

= 1 gek ennzeic hneten W erte v on � k onn te k eine assoziativ e Sp eic herung mehr

b eobac h tet w erden.

4.4.2 V ergleic h mit den theoretisc hen Mo dellen

Es ist in teressan t, die nac h dem ob en angegeb enen Algorithm us ermittelten Einzugs-

b ereic he der Sollm uster mit den theoretisc hen Mo dellen f

•

ur v ollst

•

andig v erkn

•

upfte und

extrem v erd

•

unn te Netzw erk e zu v ergleic hen. Da die V erteilung �

( � )

( � ) der Stabilit

•

a ten

aus den Sim ulationen b ek ann t ist, k

•

onnen die en tsprec henden Fixpunkte der Gleic h un-

gen (30) und (31) b erec hnet und mit dem n umerisc h ermittelten W ert m

c

v erglic hen

w erden.

Wie sc hon im Absc hnitt

•

u b er die Einzugsb ereic he erl

•

a utert, h

•

angt der W ert v on

m

F

ab er emp�ndlic h v on der W ahl der in die Iteration einzusetzenden Konstan te c

ab. Die hier n umerisc h ermittelten W erte v on m

c

w aren immer (f

•

u r alle W erte v on � )

gr

•

o�er als die V orhersage m

F

aus der Fixpunktgleic h ung 31 mit P arameter c = 1 = 2. Da

die Netzw erk e mit steigender Konzen tration zerst

•

o rter Synapsen immer w eiter v on der

S

•

attigung ab w eic hen, sollte die

•

U b ereinstimm ung mit dem Mo dell m

F

mit steigendem

� immer sc hlec h ter w erden.

T rotzdem geb en b eide Mo delle ziemlic h pr

•

azise die Lage der

"

kritisc hen Konzen-

tration \ v on Zerst

•

o rung �

c

wieder, ob erhalb der k eine assoziativ e Sp eic herung mehr



4.5 Zerst

•

o rung im bin

•

a ren Netzw erk 63

Numerisc h ermittelte Ein-

zugsb ereic he (critical in-

itial o v erlap) m

c

( � ) als

F unktion der Zerst

•

o rung

� , v erglic hen mit den Mo-

dellen m

S

( � ) und m

F

( � ).
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Abbildung 27: V ergleic h der n umerisc h ermittelten Einzugsb ereic he m

c

� mit den Mo-

dellen m

F

� und m

S

� als F unktion v on � . � = 0 : 3, 0 : 4. ( N = 128).

erfolgt. Als Beispiel ist in Abbildung 27 der V erlauf v on m

c

so wie der Mo delle m

F

und

m

S

f

•

ur Sp eic herk apazit

•

a ten � = 0 : 3 und � = 0 : 4 als F unktion v on � dargestellt.

4.5 Zerst

•

o rung im bin

•

aren Netzw erk

Die Un tersuc h ung der Auswirkungen v on F ehlern ist gerade auc h im Netzw erk mit

bin

•

a ren Kopplungen in teressan t. Dab ei tritt neb en der V erd

•

u nn ung ( J

ij

! 0 mit

W ahrsc heinlic hk eit � ) ein zw eites wic h tiges Mo dell f

•

ur die synaptisc hen F ehler auf: Es

ist sinn v oll, die Auswirkungen des Austausc hs J

ij

! � J

ij

(mit W ahrsc heinlic hk eit � )

zu un tersuc hen.

Die Sp eic herk apazit
•
a t des bin

•
a ren Mo dells un ter V erd

•
u nn ung ist k

•
urzlic h mit Gard-

ners Metho den analysiert w orden [Bouten et. al. 90 ]. Die Sp eic herk apazit

•

a t der zer o-

entr opy L

•

osung liegt et w a b ei 1 : 17, also h

•

oher als im bin

•

aren Mo dell. Andererseits

sind in diesem Netzw erk die W erte J

ij

= � 1 ; 0 ; 1 f

•

u r die Kopplungen zugelassen, und

die Sp eic herk apazit

•

a t sollte daher gr

•

o �er sein als f

•

ur das bin

•

a re Mo dell J

ij

= � 1: Die

Informationstheorie liefert f

•

ur dieses Mo dell die Grenze �

c

< log

2

3 = 1 : 58.

F

•

ur den V ergleic h der Leistung der neuronalen Netzw erk e (ihrer F ehlertoleranz) mit

fehlerk orrigierenden Co des ist es dagegen v orteilhaft, als Mo dell f

•

u r synaptisc he F ehler

den Austausc h J

ij

! � J

ij

mit W ahrsc heinlic hk eit � zu v erw enden.

F ast alle F ormeln aus Absc hnitt 4.2.2 k

•

onnen un v er

•

a ndert auc h f

•

u r dieses Mo dell
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An teil der pro Neuron

stabilisierten Muster 1 �

�(0 ; � ) als F unktion der

Konzen tration der zerst

•

o r-

ten (\ge
ippten") Synap-

sen im bin

•

aren Netzw erk.

( N = 256, � = 0 : 05 � ,0 : 15

� , 0 : 25 ? , 0 : 30 � , 0 : 35 � ,

0 : 40 
 ).
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Abbildung 28: An teil der pro Neuron gesp eic herten Muster als F unktion v on � , v ergli-

c hen mit dem constan t-stabilit y Mo dell (48).

v on F ehlern im Netzw erk

•

u b ernommen w erden. Der Mittelw ert und die V arianz der

Gau�-V erteilung nac h der Zerst

•

o rung m

•

ussen jedo c h angepa�t w erden. Man erh

•

alt,

�

�

= (1 � 2 � ) �

0

und

�

�

= 2

p

� (1 � � ) :

Da die Stabilit

•

a ten un ter den T ransformationen J

ij

! � J

ij

und � ! � � in v arian t

sind, m

•

ussen diese F unktionen nat

•

urlic h die Symmetrie j f ( � ) j = j f (1 � � ) j aufw eisen.

Um Sim ulationen mit dem bin

•

a ren Netzw erk durc hf

•

uhren zu k

•

onnen, m u� eine

geeignete Lernregel ausgew

•

a hlt w erden. Dies ist ein sc h wieriges Problem, w eil die

iterativ en Lernalgorithmen f

•

ur bin

•

are Synapsen v ersagen. Die geclippte Hop�eld-

Matrix J

ij

= sgn[

P

P

�

�

�

i

�

�

j

] erreic h t zum Beispiel n ur eine Sp eic herk apazit

•

a t v on et w a

�

bH

� 0 : 1.

Deshalb wurde zur Einstellung der Kopplungsmatrix in den Sim ulationen ein neuer

Algorithm us b en utzt, der in

•

a hnlic her F orm v on [Ko ehler et. al. 89 ] v orgesc hlagen

wurde und mit dem sic h eine Sp eic herk apazit

•

a t � � 0 : 4 erreic hen l

•

a �t.

Die Ergebnisse der Sim ulationen f

•

ur die Sp eic herung der Muster als F unktion v on

� sind in Abbildung 28 dargestellt und mit dem constan t-stabilit y Mo dell v erglic hen.
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An teil der pro Neuron

stabilisierten Muster 1 �

�(0 ; � ) als F unktion der

Konzen tration der zerst

•

o r-

ten (\ge
ippten") Synap-

sen im bin

•

aren Netzw erk.

( N = 256, � = 0 : 05 � ,

0 : 15 � , 0 : 30 � , 0 : 40 
 ).

Die statistisc hen F ehler

der Sim ulationen errei-

c hen et w a zw eimal die

Gr

•

o�e der Sym b ole.
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Abbildung 29: An teil der pro Neuron gesp eic herten Muster als F unktion v on � , v ergli-

c hen mit dem

•

ub er die Anfangsv erteilung der Stabilit

•

a ten in tegrierten constan t-stabilit y

Mo dell (49).

F

•

ur kleine W erte der Sp eic herk apazit

•

a t ( � � 0 : 2) erreic h t der v erw endete Lernal-

gorithm us relativ hohe W erte f

•

ur die Stabilit

•

a ten der Sollm uster (und sp eic hert diese

fehlerfrei); demen tsprec hend stimmen die Ergebnisse der Sim ulationen sehr gut mit

dem constan t-stabilit y Mo dell

•

ub erein.

Bei h

•

oheren W erten der Sp eic herk apazit

•

a t � � 0 : 2 : : : 0 : 4 gelingt es nic h t mehr,

alle Muster fehlerfrei zu sp eic hern und die erreic h ten Stabilit

•

a ten sind sehr niedrig.

Au�erdem wird die V erteilung der Stabilit

•

a ten sehr breit. Es v erwundert deshalb nic h t,

w enn die Ergebnisse der Sim ulationen f

•

ur � � 0 : 2 : : : 0 : 4 nic h t mehr genau mit dem

in der Abbildung gezeigten constan t-stabilit y Mo dell

•

ub ereinstimmen. Nat

•

urlic h k ann

das Mo dell wieder durc h die In tegration

•

ub er die V erteilung �

(0)

( � ) der Stabilit

•

a ten

v or der Zerst

•

o rung der Kopplungen v erb essert w erden, siehe Abbildung 29.

In den Abbildungen 28 und 29 sind zus

•

atzlic h Sim ulationen (b ei � = 0 : 4) ein-

getragen, b ei der das Netzw erk nac h dem Lernen n ur et w a 80% der Muster k orrekt

sp eic hert. Ob w ohl die v om v erw endeten Lernalgorithm us dab ei erreic h te V erteilung

der Stabilit

•

a ten n ur einen Mittelw ert v on et w a �

0

� 0 : 31 aufw eist und eine sehr gro�e

V arianz b esitzt (viele Stabilit

•

a ten sind negativ), ist sogar die

•

Ub ereinstimm ung mit

dem einfac hen constan t-stabilit y Mo dell no c h rec h t gut.
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4.6 V ergleic h mit der Ko dierungstheorie

Eine v ollst

•

andige Analyse neuronaler Mo delle mit den Mitteln der Ko dierungstheorie

liegt au�erhalb des Rahmens dieser Arb eit. T rotzdem ersc heinen hier zw ei kurze Bemer-

kungen sinn v oll, um w enigstens grob eine Einordn ung v orzunehmen. Der in teressan te

Punkt ist, da� das neuronale Netzw erk einen Deco der f

•

u r einen fehlerk orrigierenden

Co de (assoziativ e Sp eic herung) realisiert, der selbst fehlertoleran t ist.

Auto-assoziativ e Sp eic herung l

•

a�t sic h n

•

amlic h auc h als die Aufgab e eines fehler-

k orrigierenden Co des v erstehen: Un v ollst

•

andige (v errausc h te) Eingangsdaten w erden

in den Sp eic her eingegeb en und man erw artet die passenden gesp eic herten Muster |

die Co dew

•

orter | als Ausgangssignale. In der T erminologie der Ko dierungstheorie,

siehe et w a [P eterson 63],

•

ub ertr

•

agt ein bin

•

a rer ( n; k ) Co de mit jedem Co dev ektor der

L

•

ange n Bit k Bit Information. Ein Co de k ann bis zu t Bitfehler in den Eingab edaten

k orrigieren, w enn er ein Minimalgewicht , das ist die minimale Hamming-Distanz zw eier

Co dew

•

orter, v on d � 2 t + 1 b esitzt.

Die Anzahl der Bitfehler in den Eingab em ustern, die v on einem Co de

•

ub erhaupt

k orrigiert w erden k ann, l

•

a�t sic h mit der Ko dierungstheorie als F unktion v on n und k

absc h

•

atzen. Allerdings lassen sic h die theoretisc h gew onnenen ob eren Sc hrank en nic h t

alle auc h realisieren. T ats

•

ac hlic h sind viele h

•

au�g eingesetzte Co des nic h t optimal ,

sondern zeic hnen sic h vielmehr durc h einfac he Realisierungen aus. Relativ einfac he

statistisc he

•

Ub erlegungen (siehe [P eterson 63]) f

•

uhren auf folgende un tere Sc hrank e f

•

ur

die Anzahl der Kon trollstellen n � k in einem Co de mit Minimalgewic h t d (f

•

ur n � 1):

n � k

n

� H

�

d=n

�

;

w ob ei H ( x ) = � x log

2

x � (1 � x )log

2

(1 � x ).

Da ein neuronales Netzw erk mit N Neuronen bis zu P = �

c

N Muster der L

•

ange

N zu sp eic hern v ermag, stellt es einen r andom c o de mit P arametern ( N ; log

2

�N ) dar,

w eil die Co dev ektoren (d. h. die Sollm uster) frei gew

•

ahlt w erden k

•

onnen und log

2

�N

Bit ausreic hen, um die gesp eic herten Muster zu indizieren.

Die Angab e des Minimalgewic h ts der Co dew

•

orter ist f

•

ur das neuronale Netzw erk

nic h t sinn v oll: Das Erk ennen eines Eingab em usters h

•

angt ja nic h t n ur v on dessen

Hamming-Distanz zu den Sollm ustern ab, sondern auc h v on dynamisc hen Eigensc haf-

ten. Die Zahl der Bitfehler, die v om Netzw erk k orrigiert w erden k

•

onnen, k ann daher

n ur durc h die Betrac h tung der Einzugsb ereic he ermittelt w erden. Un ter der Annahme,

da� das Netzw erk alle Muster mit m

0

> m

c

ric h tig zuordnet, k ann es o�en bar bis zu

t < (1 � m

c

) N = 2 Bitfehler k orrigieren. Diese Absc h

•

atzung ist nic h t exakt (die Sim u-

lationen zeigen, da� immer auc h einige T estm uster mit m

0

> m

c

nic h t k orrekt erk ann t

w erden), sollte jedo c h jedenfalls f

•

ur gro�es N eine sehr gute N

•

aherung darstellen.

Zum V ergleic h mit dem neuronalen Netzw erk bieten sic h die Reed-Muller-Co des an

([P eterson 63]), da ihre Eigensc haften b esonders einfac h b esc hrieb en w erden k

•

o nnen,

und zw ar auc h f

•

ur gro�e W ortl

•

a nge N der Co dew

•

orter. Diese Co des sind n ur in Sp e-

zialf

•

a llen optimal, erlaub en ab er elegan te Realisierungen. Andere wic h tige Co des, die
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die Korrektur mehrfac her F ehler erlaub en | et w a die BCH-Co des | sind w esen tlic h

sc h wieriger so w ohl zu realisieren als auc h zu analysieren. Ein Reed-Muller-Co de wird

durc h seine W ortl

•

ange N = 2

m

und einen P arameter r gek ennzeic hnet, mit

k = 1 +

�

m

1

�

+

�

m

2

�

+ � � � +

�

m

r

�

;

so da� ein ( N ; k ) Co de resultiert. Dieser Co de hat dann ein Minimalgewic h t d = 2

m � r

,

k ann also bis zu t � 2

m � r � 1

� 1 Bitfehler k orrigieren. Insb esondere mit r = 0 ergeb en

sic h die r ep etition c o des , die mit jedem N -Bit W ort n ur genau 1 Bit

•

ub ertragen, daf

•

ur

jedo c h bis zu t < N = 2 Bitfehler k orrigieren k

•

onnen. F

•

u r r = 1 ergeb en sic h ( N ; log

2

N )

Co des, die bis zu t < N = 4 F ehler k orrigieren k

•

onnen.

Dies ist durc haus v ergleic h bar mit der Leistung der neuronalen Netzw erk e, die mit

P arametern ( N ; log

2

�N ) bis zu t � N = 2 Bitfehler (jedenfalls f

•

u r � < 0 : 4) k orrigieren

k

•

onnen. Die Senderate k = N der Netzw erk e ist et w as kleiner, daf

•

ur k

•

o nnen sie ab er

mehr F ehler k orrigieren als die Reed-Muller-Co des mit r = 1. Die Netzw erk e stellen

damit eine zus

•

atzlic he Klasse v on random co des mit geringer Senderate dar.

Dab ei ist in teressan t, da� das neuronale Netzw erk als Deco der f

•

ur diesen fehlerk orri-

gierenden Co de selbst fehlertoleran t ist, da nac h den Ergebnissen der Absc hnitte 4.2 bis

4.5 Zerst

•

o rungen des Netzw erks (das hei�t, des Deco ders) den Co de selbst w eitgehend

funktionsf

•

ahig lassen.

Dies ist eine Alternativ e zur

•

u blic hen Betrac h tungsw eise der Ko dierungstheorie:

Dort wird fast immer ein v errausc h ter

•

Ub ertragungsk anal b etrac h tet, der f

•

ur alle

St

•

orungen v eran t w ortlic h ist, w

•

ahrend Enco der und Deco der der Co des als fehlerfrei

angenommen w erden. Da sic h mit biologisc hen Neuronen (h

•

oc hst w ahrsc heinlic h)

•

ub er-

haupt k eine fehlerfreien Sc haltungen realsieren lassen, ist diese Art der Betrac h tung f

•

ur

die Un tersuc h ung biologisc her Systeme n ur b egrenzt sinn v oll. Vielmehr m u� auc h eine

fehlertoleran te Realisierung des Deco ders gefordert w erden und neuronale Netzw erk e

liefern eine elegan te L

•

osung.
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5 Diskussion

Es wurde das einfac he

"

constan t-stabilit y \ Mo dell f

•

ur die Besc hreibung v on neuronalen

Netzw erk en un ter zuf

•

alliger Zerst

•

o rung v on Synapsen v orgestellt.

Die V erteilung der lok alen F elder l

•

a�t sic h in diesem Mo dell als F unktion der An-

fangsstabilit

•

a t �

0

und der Konzen tration � der zerst

•

o rten Synapsen b erec hnen. Damit

k

•

onnen so w ohl die statisc hen (Sp eic herk apazit

•

a t) als auc h die dynamisc hen (Einzugs-

b ereic he) Eigensc haften der Netzw erk e b erec hnet w erden.

Netzw erk e mit b eliebiger Anfangsv erteilung � ( � ) der Stabilit

•

a ten k

•

o nnen durc h In-

tegration

•

u b er Netzw erk e mit k onstan ter Stabilit

•

a t �

0

sehr genau b esc hrieb en w erden.

In vielen F

•

allen reic h t ab er f

•

ur Sp eic herk apazit

•

a ten � < 0 : 4 auc h die Besc hreibung der

Netzw erk e n ur durc h eine k onstan te (mittlere) Stabilit

•

a t aus.

Die Netzw erk e erw eisen sic h als fehlertoleran t: Ob w ohl im Limes N ! 1 jede

endlic he Konzen tration v on F ehlern auc h zu F ehlern in den Mustern f

•

uhrt, ist die

Konzen tration v on F ehlern bis zu b etr

•

ac h tlic hen W erten v on � sehr klein. F

•

ur � = 0 : 4

�ndet man b eispielsw eise, da� die Muster f

•

ur � < 0 : 224 mit w eniger als 1% F ehlern

gesp eic hert w erden.

Die in den Netzw erk en m

•

oglic hen Konzen trationen der Zerst

•

o rung sind w esen tlic h

h

•

oher als f

•

ur elektronisc he Realisierungen c harakteristisc h: Die Konzen tration v on F eh-

lern b ei der F ertigung v on Mikro c hips liegt nic h t in der Gr

•

o�enordn ung � � 0 : 1 sondern

ist kleiner als � � 0 : 001. Das b edeutet, da� durc h F ertigungsfehler b edingte synaptisc he

F ehler in k

•

unstlic hen neuronalen Netzen k aum zu ernsthaften St

•

orungen der F unktion

f

•

uhren k

•

onnen. Vielmehr ist die Auswirkung v on F ehlern mit einer Konzen tration

� � 0 : 001 b etr

•

ac h tlic h kleiner als et w a eine V erk

•

u rzung der Lernphase.
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A Sym b olv erzeic hnis

a \Magnetisierung" (bzw. Korrelation) der Sollm uster

a

1

, a

2

Konstan te f

•

u r f

p

-Fit

� Sp eic herk apazit

•

a t, -ausn utzung, P =C

�

c

( � ) optimale Sp eic herk apazit

•

a t im Gardner-Mo dell

�

cB

optimale Sp eic herk apazit

•

a t im bin

•

a ren Mo dell

� in v erse T emp eratur

c Konnektivit

•

a t, c = C = N

c

��

Korrelationsmatrix der Sollm uster

C Zahl der Synapsen pro Neuron, C := h C
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i

C
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Konnektivit

•

a tsmatrix, C
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2 f 0 ; 1 g . Kopplung v on

Neuron j nac h Neuron i ist v orhanden, w enn C

ij

= 1

d Minimalgewic h t eines Co des

�

ij

Kronec k er-Sym b ol

� ( x � y ) Dirac-Deltafunktion

� p ositiv e Konstan te (Kon v ergenzb ew eis Lernen)

E Energie des Netzw erks in einer Kon�guration f S g ,

im Hop�eld-Mo dell ist E = � (1 = 2 N )

P

i;j

J
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S

i

S

j

E

i

W ert der \Energie" am Neuron i b eim Lernalgorithm us

nac h [Ko ehler et. al. 89]

�

i�

F ehlermask e b eim iterativ en Lernen,

�

i�

= 1 w enn Muster � am Neuron i nic h t ausreic hend stabilisiert

erf ( x ) F ehlerfunktion, erf ( x ) =

p

2 =�

R

x

0

d t exp ( � t

2

)

f freie Energie pro Spin (stat. Mec h. des Hop�eld-Mo dells)

f
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An teil fehlerfrei erk ann ter Muster (\fraction recalled p erfectly")

f ( x ) optimale Sc hritt w eite b eim iterativ en Lernen
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a t �

i�
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•

ur Muster � )
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Kopplungsmatrix, Kopplung v on Neuron j nac h Neuron i ,
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m

0

, m

1
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Ub erlapp v or und nac h einem Sc hritt der Dynamik

m

c

n umerisc h ermittelter kritisc her Anfangs

•

ub erlapp:

Gr

•

o �e des Einzugsb ereic hes

m
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Mo delle f
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B Iterativ es Lernen in v erd

•

unn ten Netzw erk en

Die Kon v ergenz des iterativ en Lernalgorithm us (24) im Netzw erk mit P arametern � ,

� l

•

a�t sic h un ter der V oraussetzung b ew eisen, da�

•

u b erhaupt eine L

•

osung m

•

oglic h

ist. Eine ausf

•

uhrlic he Besc hreibung der Rec hn ungen f

•

ur das v ollst

•

andig v erkn

•

upfte

Netzw erk �ndet sic h et w a in [Gardner 88a].

Eine V erallgemeinerung erm

•

oglic h t die An w endung des Bew eises auc h f

•

ur v erd

•

u nn te

Netzw erk e. Der Algorithm us (24) b esteh t in der Iteration v on Hebb-Sc hritten J

ij

!

J

ij

+ � J

ij

f

•

ur die Muster, die am en tsprec henden Neuron no c h nic h t gesp eic hert sind,
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C
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(50)

mit der F ehlermask e �
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= �( � � �

i�

), das hei�t,

�
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= �

h

�

�

X
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ij
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)
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�
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�
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j 6= i

C

ij

J

ij

�
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j

�
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: (51)

Der Algorithm us k ann parallel

•

ub er alle Neuronen, m u� ab er seriell

•

u b er die Muster

durc hgef

•

u hrt w erden.

Sei J

�

ij

= C

ij

J

�

ij

eine Einstellung der Kopplungen, so da�

�

�

i

X

j 6= i

C

ij

J

�

ij

�

�

j

> ( � + � )

�

X

j 6= i

( C

ij

J

�

ij

)

2

�

1 = 2

(52)

mit einer p ositiv en Konstan te � f

•

ur alle Neuronen i und Muster � .

Da der Algorithm us die Synapsen v ersc hiedener Neuronen S

i

unabh

•

a ngig v onein-

ander einstellt, reic h t es nat

•

urlic h, ein einzelnes Neuron zu b etrac h ten. Sei dazu

•

u b er

( J � U )

i

:=

X

j 6= i

J

ij

U

ij

(53)

das Sk alarpro dukt zw eier Kopplungsmatrizen J und U am Neuron i de�niert und en t-

sprec hend

k J k

i

= ( J � J )

1 = 2

i

(54)

die Norm v on J am Neuron i . Sei f J

( n )

ij

g die Kopplungsmatrix nac h n Iterationen der

Lernregel (50) und

X

( n )

i

=

( J

( n )

� J

�

)

i

k J

( n )

k

i

k J

�

k

i

:

(55)

Die Idee des Bew eises ist anzunehmen, da� der Algorithm us nic h t in n Iterationen

k on v ergiert. Es wird sic h zeigen, da� X

( n )

i

f

•

ur gen

•

ugend gro�es n gr

•

o �er als 1 wird,

und dies widerspric h t der Cauc h y-Sc h w arz-Ungleic h ung. Also m u� der Algorithm us

k on v ergieren.
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•

UNNTEN NETZWERKEN

Im folgenden wird zus

•

atzlic h J

(0)

ij

= C

ij

J

(0)

ij

und J

�

ij

= C

ij

J

�

ij

v orausgesetzt, so da�

auc h J

( n )

ij

= C

ij

J

( n )

ij

gilt. Die V erkn

•

u pfungsmatrizen C

ij

brauc hen dann nic h t mehr

explizit aufgef

•

uhrt zu w erden.

Die

•

Anderung des Z

•

ahlers v on (55) b ei der Iteration n ist
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�

)
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�
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�
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�
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und daher gilt
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�

)

i

> k J

�

k

i

( � + � ) n + ( J
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� J

�

)

i

: (57)

Die

•

Anderung des Nenners k omm t durc h die

•

Anderung der Norm v on J

( n )

zustande,

�( J
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)

i

= 2 �
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j 6= i
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�

�
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k
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so da�

� k J

( n )

k

i

< � + C = 2 k J

( n )

k

i

: (59)

Nac h einiger Algebra ([Gardner 88a ]) erh

•

alt man folgende Absc h

•

atzung f

•

ur X

( n )

i

,

X

( n )

i

>

( � + � + O (1 =n ))

( � +

ln n

n

C

2( � + � )

+ O (1 =n ))

: (60)

Also wird X

( n )

i

nac h gen

•

ugender Anzahl der Lernsc hritte gr

•

o �er als 1, und dies widerlegt

die Behauptung, der Algorithm us k on v ergiere nic h t.

K

•

urzlic h hab en [Abb ott & Kepler 89a] un tersuc h t, wie gro� die einzelnen Lern-

sc hritte sein d

•

urfen, ohne da� die Kon v ergenz gef

•

ahrdet wird. Die Idee ist, die Synapsen

b eim Lernsc hritt nic h t gem

•

a� (50) zu mo di�zieren, sondern mit einer v on � und �

i�

so wie v on k J

( n )

k abh

•

angigen Sc hritt w eite,

� J

ij

= N

� 1
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) k J
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�
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�
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: (61)

Man �ndet, da� jede W ahl v on f ( �; �

i�

) mit 0 < f ( �

i�

) < 2( � + � � �

i�

) zu k on v ergen tem

Lernen f

•

uhrt. Die Kon v ergenzgesc h windigk eit ist optimal, w enn f ( �

i�

) = � + � � �

i�

+

[( � + � � �

i�

)

2

� �

2

]

1 = 2

gew

•

a hlt wird.

Kann dieser Kon v ergenzb ew eis auc h auf andere Algorithmen v erallgemeinert w er-

den? F

•

ur die Implemen tation in digitalen Systemen ist dab ei v or allem wic h tig, ob eine

andere als die sph

•

arisc he Norm b en utzt w erden k ann | et w a die Betragsnorm o der

eine Maxim umnorm. Die n umerisc hen Resultate deuten darauf hin, da� die V erteilung
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der Synapsen nac h dem Lernen so w ohl mit sph

•

arisc her als auc h mit Betragsnorm in

sehr guter N

•

aherung durc h eine Gau�-V erteilung b esc hrieb en w erden k ann. In diesem

F all sind die b eiden Normen zueinander prop ortional, und die obigen Absc h

•

atzungen

k

•

onnen

•

u b ernommen w erden. Die Lernregel k on v ergiert also auc h b ei V erw endung der

Betragsnorm.


